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粒子群优化BP神经网络在短期负荷预测

误差修正模型中的应用研究

短期负荷预测是电力系统安全稳定运行的前提与保证。

误差修正模型是在考虑相关因素相似度识别的预测方法基

础上，利用BP神经网络优秀的学习能力捕获相关因素与历

史预测误差的非线性映射。针对BP网络存在的自身缺陷，

采用改进粒子群算法优化BP网络参数，得到可靠的误差预

测，建立误差修正模型对未来负荷进行修正预测。通过算例

验证了其可行性和实用性，达到了提高短期负荷预测准确度

的目的。
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目前应用于短期负荷预测领域的传统

预测方法可归为两大类：基于数学外推思

想和考虑相关因素思想的预测方法。传统

预测方法的缺陷主要有以下两点：

1）传统方法多为线性模型，而负荷

是人们的活动与气象、经济等因素的综

合作用结果，简单的线性模型只能大致

确定负荷的发展方向，无法细致描述这

种复杂的非线性作用关系。

2）人们往往只关注负荷自身的发

展规律研究，而忽略了对预测误差的分

析。在长期稳定相关因素的作用下，预

测误差其实是相关因素影响效果的显性

表达，会呈现规律性分布特征。没有使

用误差分析相当于放弃了相关因素的大

部分信息。

为了解决上述两个问题，需要充

分发掘预测误差中蕴含的信息，获得相

关因素与预测误差的稳定非线性映射关

系。传统的非线性模型一般为数学函数

的显式拟合，模型过于理想化，并且很

多复杂的映射关系难以找到相匹配的模

型函数。而近年来随着计算机和人工智

能技术的发展，人工神经网络（ANN）

以其优秀的非线性映射能力和强大的自

学习、自适应能力获得了研究者的偏

好。目前应用最广泛的BP结构下的多层

向前网络可实现任意非线性拟合 [1]，但

其自身存在训练结果不稳定、样本要求

高等缺陷，限制了其在负荷预测领域的

应用。 

本文所采取的思路即通过对BP神经

网络缺陷的针对性改进，使其可以更加

高效、稳定地建立历史负荷预测误差与

相关因素的非线性映射，对未来负荷进

行误差预测修正以达到提高预测准确度

的目的。

BP神经网络及其优化

1. BP神经网络原理

目前最广泛使用的 A N N 训练结

构为多层前馈的误差反向传播神经

网络（Error Back Propagation Neural 

Network，BPNN）。BPNN是向前网络

的核心[2]，其典型结构如图1所示。

 
图1  典型BPNN结构
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由图1可见，B P N N的精髓在于信

号的正向流动和误差的反向传播，不断

调节各神经元的权值和阈值直到误差满



Power System　|　电力系统

www.eage.com.cn 2015年3月上·电力电气·  | 29

粒子群优化BP神经网络在短期负荷预测误差修正模型中的应用研究

足准确度条件，学习结果以存储权值的方式记忆

下来。目前常用的BPNN训练算法为Levenberg-

Marquardt（LM）法。LM法是一种基于二阶泰勒

公式的简化优化算法[3]，对于结构相对简单（权值

约为几百个）的BPNN来说，LM算法可以在满足

高准确度要求的前提下达到最快的收敛速度。

2. BPNN的存在缺陷

虽然BPNN多层感知器的非线性学习能力强

大，但依然存在着较多的缺陷，一定程度上限

制了其实际应用。这些缺陷主要包括以下几个

方面。

1）初始权值和阈值向量的随机性，会导致训

练速度的不确定以及训练结果的不收敛。

2）执行梯度下降法容易陷入局部最优点，导

致拟合效果好而预测能力差。

3）隐含层神经元个数选择没有理论依据。网

络结构仅靠试探或者经验确定，往往会造成BPNN

的欠拟合或者过拟合而失去推演能力。

4）对训练样本要求高。要求训练样本排列尽

可能密集，学习的准确率越高。并且预测输入向

量必须在样本集合范围内才具有预测能力。 

下面将逐步阐述对BPNN存在的这些缺陷的克

服方法，使其可以较为理想地应用于负荷预测。

3. 粒子群优化 
为了解决BPNN的第1、2个缺陷，一种方式是

全局最优化算法与BPNN结合的算法。粒子群优化

（Particle Swarm Optimization，PSO）是一种基于

群体智能研究提出的新算法，可实现较快搜索全

局最优解的目标[4]。PSO基本算法如下。

假设在一个N维目标搜索空间中，有M个粒子

组成一个群落，其中第m个粒子位置为

 xm = (xm1, xm2,!, xmN ),m =1,2,!,Mxm = (xm1, xm2,!, xmN ),m =1,2,!,M     （1）

可根据粒子适应度大小衡量 xm 是否为最优

解，不是则进行下一个最优粒子位置。定义第m个

粒子速度向量为vm＝(vm1,vm2,…,vmN)，其目前搜索

到的最优位置为

 pbm = (pbm1, pbm2,!, pbmN )            （2）
整个粒子群目前搜索到的最优位置为

 gb = (gb1,gb2,!,gbN )                （3）

则PSO算法基本迭代公式为

vmn
k+1 =!vmn

k + c1r1
k (pbmn

k ! xmn
k )+ c2r1

k (gbn
k ! xmn

k )   （4）

xmn
k+1 = xmn

k + vmn
k                          （5）

式中，c1、c2为加速系数；r1是[0，1]之间的随机

数；vk
mn、xk

mn分别为粒子m在第k次迭代中第n维速

度和位置；pbmn、gbn分别为第m个粒子搜索的第

n维个体极值点和整个粒子群在第n维的全局极值

点；ω为惯性权重因子，用来控制前一次速度对当

前速度的影响，以改善粒子搜索能力。惯性权重ω

的线性变化公式为[5]

  
（6）! =!max !

!max !!min

tmax
tn

式中，ωmax、ωmin为惯性权重因子的最大、最小

值；tn、tmax为当前、最大迭代次数。改进后的PSO

算法可以自动调整粒子搜索速度，提高了搜索效

率。PSO可以实现BPNN大幅优化，建立PSO－

BPNN模型可使得神经网络较快地收敛于全局最优

解，以方便其应用于负荷预测误差建模中。

误差修正模型建立

一般来讲，引起负荷剧烈变动导致预测误差

的主要原因为气象因素的变化。为此将负荷分为

周期负荷与气象负荷两部分，可以更加直观地通

过PSO优化的BPNN建立起气象与误差的非线性映

射。误差修正模型的建立流程如图2所示。

 

图2  误差修正模型的建立流程
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计算历史气象负荷误差
ΔP和气象差值ΔT

计算待预测日与历史
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计算历史负荷误差ΔP
和气象差值ΔT

找出最相似日并以其日负
荷曲线作为预测基值P0

1. 基于相似度原理的负荷基值预测

考虑待预测日的气象预报、日类型等相关因

素构造相关因素向量x0＝[x0,1,x0,2,…,x0,m]其中x0,k代
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表待预测日的第k种相关因素。则历史3周各日期的

相关因素向量矩阵为

x = [xi,1, xi,2,!, xi,m ], i =1,2,!, 21x = [xi,1, xi,2,!, xi,m ], i =1,2,!, 21         （7）
定义第i天和第j天相似度计算公式为

   
（8）rij = xi,k x j,k

k=1

m

! xi,k
2

k=1

m

! x j,k
2

k=1

m

!

这里的xi,k、xj,k是将原相关因素值线性映射至

[0，1]之间的值。相似度概念用来描述两天之间相

关因素的接近程度，r越接近1，则两天的相关因素

越相似，负荷的分布也就越相近。

设通过相似度比较判断出历史第s天的负荷与

待预测日（第0天）的负荷相似程度最高。则以第s

天的负荷作为待预测日的负荷预测基值：P0,t＝Ps,t，

并获取待预测日与第s天的气象差值为

!T0 = (!t1,!t2,!,!tm )                  （9）

2. 历史样本的PSO－BPNN训练

确定恰当的历史样本，按照上述方式找出历

史样本中每一天与其对应的历史相似日负荷之间

的差值。设历史第i天的历史相似日为第s天，则其

负荷差值标幺值为

!Pi,t
* = (Pi,t "Ps,t ) / Ps,t                 （10）

同理得到第i天与第s天的气象差值为

!Tis = (!tis1,!tis2,!,!tism )             （11）

按照上文的分析，!Pi,t
*为气象负荷的一部分，

与ΔTis具备因果关系，因此气象差值与负荷误差理

论上具有稳定的非线性相关关系。

为了避免神经网络的过饱和问题，需要对输

入的气象差值集合输出的负荷误差集合做归一化

处理。处理后将样本数据输入PSO－BPNN进行训

练，训练成功后保存网络的阈值和权值向量。通

过BPNN的训练可建立ΔTis与!Pi,t
*的非线性映射

!Pi,t
* = f (!tis1,!tis2,!,!tism )            （12）

映射的表达以隐性的方式记忆在网络的权

值上。

3. 误差预测及负荷修正

向BPNN输入待预测日与其相似日的气象差

值为

 !T0s = (!t0s1,!t0s2,!,!t0sm )           （13）

由网络输出获取负荷预测误差标幺值为

!Pi,t
* = f (!t0s1,!t0s2,!,!t0sm )             （14）

则预测误差有名值为

!Pi,t = !Pi,t
*Ps,t                        （15）

最终修正的预测结果为

P̂0,t = P0,t +!P0,t                        （16）
由于每天同一时刻的负荷误差与气象差值的

非线性关系不全相同，因此上述过程是逐点进行

的。对于96点负荷预测来讲，BPNN的训练与网络

权值存储需要进行96次，才能得到待预测日完整

的96点负荷预测值。

算例研究

以某省夏季负荷为算例进行研究。所采用的

历史样本为2012年6月1日～9月1日负荷数据及

气象数据，对2013年8月16日的负荷进行修正预

测。历史样本的选择是针对BPNN的第4条缺陷设

计的。历史样本集合必须包含预测输入向量，而

2013年8月16日～25日这几天有可能出现夏季最高

温度，这会脱离2013年8月16日之前的样本集合，

导致预测结果不可信。考虑到对于不同的年份，

气象变化与气象负荷的变动是类似的，同时为了

遵循训练样本尽可能密集、学习尽可能充分的原

则，选取2012年夏季3个月作为训练样本是最为恰

当的。

1. 输入向量设置

输入的气象差值向量是由最高温度差Δtmax、

平均温度差Δtave、最低温度差Δtmin、相对湿度差

ΔR、降雨量差Δh、最大风速差ΔVmax和最小风速差

ΔVmin构成的7维向量，即

 !T = (!tmax,!tave,!tmin,!R,!h,!Vmax,!Vmin )（17）

2. PSO参数设置

加速系数：c1＝c2＝1.494 45；进化次数：5；种

群规模：10；惯性权重因子ωmax＝1.2，ωmin＝0.8。

3. BPNN参数设置

网络结构：3层神经网络结构，输入层、隐含

层与输出层的神经元数分别为7、6和1。

训练函数：改进BP的LM训练函数Trainlm。

训练参数：学习速率α＝0.05，最大迭代次数

epoches＝1 000，误差要求ε＝0.000 1。
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PSO优化适应度曲线与PSO－BPNN训练曲线

如图3、图4所示。

 

图3  PSO优化适应度曲线
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图4  PSO－BPNN训练曲线
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由图3、图4可知，PSO优化算法在第3代迭代

时适应度已收敛至稳定值，PSO－BPNN也体现

出了迅速收敛至预期值的特点。经过PSO优化的

BPNN与未经过优化BPNN的5次训练效果对比如表

1所示。

表1  PSO－BPNN与未优化BPNN训练效果对比

训练次数
PSO－BPNN BPNN

迭代次数 训练方差（%） 迭代次数 训练方差（%）

1 111 0.082 721 0.142

2 109 0.086 656 0.125

3 87 0.069 487 0.106

4 113 0.075 507 0.112

5 155 0.054 553 0.134

平均 101 0.073 585 0.124

表1显示，经过PSO优化的BPNN的迭代次数

与训练方差均有大幅优化，平均迭代次数由585

次减少到101次，平均训练方差由0.124%减小到

0.073%。这证明经过PSO优化的BPNN的具有收敛

速度更快、训练准确度更高的明显优势。

4. 误差修正结果

利用PSO－BPNN的学习结果对2013年8月16

日的负荷误差进行预测，预测结果如图5所示。

 

图5  PSO－BPNN误差预测结果
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由图5可以看出，预测误差曲线与实际误差曲

线吻合度非常高。这充分证明了前文关于相关因

素与负荷误差具有稳定非线性关系的论述，并通

过恰当的历史样本选择和BPNN的优化改进成功捕

获了这种非线性映射。将预测误差有名化，通过

修正得到的最终预测结果如图6所示。

 

图6  修正预测结果
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由图6可以看出，经过误差修正后的预测曲线

相比未经过修正的预测曲线预测准确度有明显改

善。修正前和修正后的预测曲线准确率对比如表2

所示。

表2  修正前后准确率对比

修正前（%） 修正后（%）

准确率 93.10 98.42

表2显示修正后的预测准确率提高了7.3%，达

粒子群优化BP神经网络在短期负荷预测误差修正模型中的应用研究
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到了98.42%，超过了国家电网的最高考核标准。

为了验证模型的适用性，取2013年8月16日～20日

5天的负荷预测进行验证，得到的预测结果准确率

如表3所示。

表3  多日预测准确率对比

日期 修正前（%） 修正后（%）

2013年8月16日 93.10 98.42

2013年8月17日 91.58 96.34

2013年8月18日 92.84 97.18

2013年8月19日 91.98 98.10

2013年8月20日 92.08 96.86

表3显示基于PSO－BPNN的误差修正模型

在多日预测中取得了较为理想的准确率，相比传

统方法平均提高了5～7个百分点。在气象浮动剧

烈、传统方法预测误差较大的夏季能够取得这样

的高准确率，验证了误差修正思路的正确性，显

示了PSO－BPNN应用于负荷预测中的优越性。

结束语

根据传统负荷预测误差与相关因素的非线性

相关特性，将BPNN优良的非线性拟合能力应用于

误差预测建模中，并结合粒子群优化对BPNN的缺

陷做了针对性的改进优化，形成了误差的预测模

型。在此基础上建立了一种误差修正的短期负荷

预测模型，并通过某省夏季负荷的实际算例验证

了该模型的可行性，较好地解决了因气温变动导

致预测准确度低下的问题，达到了提高短期负荷

预测准确率的目的。

同时该模型还存在着依赖气象信息预报的准

确性、样本选择无科学标准、网络规模扩大时计

算量大和难以用于时效的预测系统等局限，有待

于后续工作的进一步研究。
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