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基于优化RBF神经网络的电力负荷预测研究

针对传统方法无法对现代电力系统负荷非线性模型进行

有效预测的问题，提出采用RBF神经网络来实现电力负荷预

测。在经典RBF神经网络的基础上，提出采用K交叉验证方

法对网络结构进行优化并且给出了网络最优学习率的自应调

整策略；在建模过程中，不仅利用以往的历史数据，而且充

分考虑天气、政策等因素的影响，并根据预测周期的不同，

合理分配了权重。试验结果表明，优化后的RBF神经网络性

能更优，对于电力负荷的预测结果准确度更高，为电力负荷

预测提供了一条有效途径。
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随着我国工业进程的逐步推进，人

口数量激增，资料利用率下降，影响电

力负荷的因素较以往增加很多，此时的

电力系统已经成为一个典型的时变非线

性系统，传统的预测方法已不再有效。

因此，近年来很多学者提出利用智能算

法对电力负荷进行预测，其中备受关注

的就是人工神经网络方法。人工神经网

络是一种模仿人脑神经系统工作的智能

算法，具有非常好的非线性映射能力，

很适合于电力负荷的预测。文献[1]研究

利用模糊算法实现电力负荷模式分类，

并利用遗传算法对模式分类规则集进行

优化，取得了不错的效果；文献[2-3]分

别提出利用PCA和KPCA结合BP神经网

络的电力负荷预测方法，有效提高了预

测准确度。

尽管上述方法在电力负荷方面取得

了一定的效果，但还是存在很多不足。

首先，神经网络算法自身存在一些缺

陷，需要进行优化改进；其次，这些方

法大多只是根据以往的电力负荷数据进

行建模，对于其他影响因素的考虑不够

周全。因此，本文提出利用人工神经网

络中的RBF神经网络来实现电力负荷预

测，同时提出利用交叉验证方法对RBF

神经网络的性能进行有效优化，并且给

出了网络训练过程中最优学习率的计算

方法；在建模的过程中，综合考虑以往

负荷历史数据，以及天气、节假日、政

策和上游能源价格等因素的影响，使预

测模型更为科学，泛化性更强。试验分

析验证了所提方法的正确性和有效性。

电力负荷预测问题分析

电力负荷即指电力系统所需的总体

使用量，主要衡量单位为功率。对于供

电部门，电力负荷主要是指某一瞬间所

承担的工作负荷；而对于用户，主要是

指连接在电网的所有用电设备在某一瞬

间所消耗的功率之和[4]。

从数学角度分析，可以用如下的状

态方程来描述电力系统负荷模型[5]，即

  
（1）

!X = F(X,V,!, t)
Y =G(X,V,!, t)
!
"
#

式中，X和 !X分别为状态向量及其导数；

Y为输出向量；V为噪声与随机干扰的

综合作用项；θ为参数向量；t为时序；

F(X,V,θ,t)、G(X,V,θ,t)为非线性函数。

通常情况下，电力系统负荷的观测

采样值都是离散形式的，因此将式（1）

离散化以后可得

  
（2）

X(k +1) = AX(k)+BV (k)
Y(k) =CX(k)+V (k)

式中，X、Y和V的定义同上；A、B和C为

状态方程的参数矩阵。



Engineering Design　|　方案设计

www.eage.com.cn 2015年5月下·建筑电气·  | 149

基于优化RBF神经网络的电力负荷预测研究

从电力负荷的模型可以看出，它是一个典型

的非平稳时间序列，因此具有如下特征。

1）周期性。按照周期不同，负荷以时、天、

月和年为单位呈现周期性变化。

2）负荷变化与其幅值成正比例关系。在幅值

较小的时段，负荷波动也较小；相反，当幅值较

大时，负荷波动剧烈。

3）非平稳性。该特性主要表现在负荷的方差

不收敛，同时因为许多外在因素的影响，其非平

稳性有所增加。

从上述分析可知，电力系统负荷是一个非线

性的模型，但同时存在一定的规律性，因此需要

使用非线性映射方法进行建模，而且需要综合考

虑影响电力负荷变化的诸多因素。

RBF神经网络及其优化

1. RBF神经网络的基本原理

RBF神经网络是一种典型的由输入层、隐层和

输出层构成的3层前馈网络[6]，如图1所示。

1）输入层。共包括m个输入节点。

2）隐层。共包括h个节点，每个隐层节点就

相当于一个聚类中心ci，需要计算每个聚类中心与

输入数据之间的欧氏距离，再利用径向基函数φ(·)

计算得出每个隐层节点的输出，即

!i (X) =!( X ! ci ) i =1,2,!,h           （3）
式中，输入节点与隐层单元节点之间是无权值连

接方式。

3）输出层。RBF网络的输出层较为特殊，

只包含一个神经元，是隐层节点输出的线性加权

和，其计算公式为

  
（4）yj = !ij

i=1

h

! exp("
xp " ci

2

2! i
2 ) j =1,2,!,m

式中，ω ij为隐层与输出层之间的连接权值；ci为

RBF神经网络第i个隐层节点的聚类中心；σi为RBF

隐层节点的宽度。

在利用RBF神经网络处理实际问题时，其结构

设计是最为关键的问题。主要包括两个方面，各

层神经元的个数以及隐层与输出层之间的连接权

值。对于一个实际应用来说，网络的输入层和输

出层神经元的个数是确定的，只有隐层神经元的

个数需要调整，如果数量选择不当容易导致欠学

习或过学习的情况。而隐层与输出层之间的连接

权值会直接影响最终网络输出的准确度。因此，

这两部分都需要进行优化。

图1  RBF神经网络拓扑结构
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2. RBF神经网络的优化

（1）网络结构和数值的优化

关于RBF神经网络的结构优化问题，目前的

研究还没有一个公认的统一方法，只有一些可供

参考的经验公式，但并不是对所有问题都适用。

本文采用了统计学中经常用来评价分预测函数性

能的K交叉验证（K－fold Cross Validation，K－

CV）方法。该方法的基本原理为：将原始数据

分为K组，将每个子集数据分别做一次验证集，

同时其余的K－1组子集数据作为训练集，这样可

以得到K个模型，用这K个模型最终验证集的分类

准确率的平均值作为K－CV下分类器的性能指

标，指标取得最大值时的那组数据作为最佳参

数，此时获得的参数为有限离散范围意义下的最

优参数。

但这里不可避免的会出现一个问题，需要优

化的参数包括隐层神经个数h以及隐层与输出层的

连接权值w，那么当性能指标最优时会有多组h和

w与其对应，此时需要确定该使用哪一组数据。所

采用的方式是选择能够达到最高验证预测准确率

中h最小的那组参数作为最佳参数。如果当h最小

时存在多组w，则选择搜索到的第一组。这样做的

原因是在预测准确率最佳的前提下，隐层神经元

个数h最小，可以使得网络结构最简，从而提高网

络学习的速度，同时避免过学习情况的发生，提

高网络的泛化能力。
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（2）网络学习率的优化

RBF神经网络需要通过反复学习改变权值来达

到使输出误差e(t)满足要求的目的。其权值更新一

般都采用梯度下降的调整方式，即

  
（5）w(t +1) = w(t)!!

d
dw

Et (w)

式中， Et (w) =
1
2

ej
2 (t)

j=1

m

! 为代价函数；η为学习率，

对于网络的训练过程有着非常重要的影响，设置

过小，会使网络的收敛速度过慢，设置过大则会

使网络的稳定性降低，因此应该采用一种动态的

调整方式，使其随情况的变化自适应调整。

由式(5)可得第t次学习时权值的变化量为

  
（6）!w(t) = w(t)"w(t "1) = "!

d
dw

Et (w)

式中，
d
dw

Et (w)为代价函数的偏导数。因此可得权

值变化量的向量为

!W (t) =!(t)" Te(t !1)                 （7）

其中， W =

w1
w2
!
wn

!

"

#
#
#
#

$

%

&
&
&
&

， ! =

"11 "12 ! "1n
"21 "22 ! "2n
! ! " !
"m1 "m2 ! "mn

!

"

#
#
#
#
#

$

%

&
&
&
&
&

， 

e(t) =

e1(t)
e2 (t)
!

em (t)

!

"

#
#
#
#

$

%

&
&
&
&

误差的变化量为

!e(t) = e(t)" e(t "1) = !y(t)"!ŷ(t)       （8）

由于 !y(t) " !ŷ(t) ，因此

（9）

!e(t) = "ŷ(t)
= "!!W (t)
= "!"(t)! Te(t "1)
="(t)!! Te(t "1)

这样就可以得到误差e(t)为

e(t) = e(t !1)+"e(t) # e(t !1)!!(t)"" Te(t !1)（10）

此时，分别对第t次的代价函数求一阶和二阶

偏导可得

  （11）!E(t)
!!(t)

= 0

  
（12）!2E(t)

!!2 (t)
= eT (t "1)"" T"" Te(t "1)

由于Φ是正定的，故式(12)恒大于0，这样就

可以得到最优学习率的表达式为

  
（13）!(t) =

eT (t !1)"" Te(t !1)
eT (t !1)"" T"" Te(t !1)

在网络的训练过程中，按照式(13)进行学习率

的自适应调整，可以有效地提高网络的训练速度。

3. 利用RBF神经网络实现电力负荷预测的流程

利用RBF神经网络对电力系统负荷进行预测，

实际上就是利用其可以以任意准确度逼近任意非

线性函数的能力，以及对以往历史数据的快速学

习能力。而且，RBF神经网络属于前馈型网络，具

有输入延迟，正好适合电力负荷预测这种时序数

据分析。其实现预测的原理就是将以往各时段的

历史数据和影响电力负荷变化的外部因素数据作

为网络的输入，而将当前时段的负荷数据作为输

出，通过大量样本的训练，使网络对这种非线性

关系形成记忆，从而建立有效的预测模型。

因此，提出的利用优化RBF神经网络进行电力

负荷预测的实现流程如下。

步骤1：根据预测的实际情况按时段选取足够

数量的电力负荷历史数据。

步骤2：对负荷历史数据和其他影响因素数据

进行预处理。

步骤3：神经网络初始化，确定网络结构和

参数。

步骤4：利用K－CV方法对网络结构进行优

化，得到性能最优的网络模型；同时在训练过程

中，根据式（13）动态调整学习率。

步骤5：将实际的数据输入网络，对预测输出

进行验证，如果预测准确度不满足要求，重新对

网络进行训练和优化，否则，算法结束。

试验分析

1. 试验数据来源及预处理

所使用的试验数据来源于《中国统计年鉴

2013》，选取了某市2001～2013年间的电网运

行负荷数据。所进行的电力负荷预测试验包括4
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种，分别为超短期、短期、中期和长期电力负荷

预测。其中超短期以“小时”为单位，短期以

“天”为单位，中期以“月”为单位，长期以

“年”为单位。

除了以往的历史数据，还选取了对电力负荷

影响较大的天气数据（气温、降雨量、风向/风速

和短时恶劣天气）、政策数据（电力预算分配、

电力设施改造、电力系统调整和节假日）以及煤

炭能源价格数据（煤炭期货价格、煤炭开采量

和运费）共同建模。同时，根据不同周期负荷预

测的特点，对这些数据的影响权重进行了合理分

配，具体结果如表1所示，其中w1为历史数据权

重；w2为政策数据权重；w3为能源价格数据权重。

 表1  试验数据分配

训练数据
数据

总量
权重分配历史

数据

其他

数据

超短期 2013.7～2013.8 87 1 527 w1＝0.9，w2＝0，w3＝0.1

短期 2011.8～2013.8 104 834 w1＝0.8，w2＝0，w3＝0.2

中期 2001.1～2013.8 146 298 w1＝0.6，w2＝0.15，w3＝0.25

长期 2001～2007 126 138 w1＝0.5，w2＝0.3，w3＝0.2

由于建模所采用的数据种类较多，各数据的

物理意义不同，为了保证量纲统一，同时方便网

络学习，将所有数据都进行了归一化处理，计算

公式为

  
（14）!di =

di " dmin
dmax " dmin

i =1,2,!,n

2. 网络性能优化试验

在优化RBF神经网络时，设定参数h和w的变

化范围为hmin＝2，hmax＝20，wmin＝0，wmax＝10。

利用K－CV方法对其优化的过程如图2所示，从图2

中可以看出，参数明显存在一个最优范围，最后计

算得到h＝16，w的维数较大，这里不详细列举。

下面再比较一下优化以后的RBF神经网络与未

优化的网络的训练速度，结果如图3所示。从图3

明显可见，训练步数从之前的313步锐减至98步，

采用最优学习率以后网络学习效率明显提升。

（b）优化以后

图3  网络训练时间对比
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3. 电力负荷预测试验

利用优化的RBF神经网络对超短期、短期、中

期以及长期电力负荷进行了预测试验。其中，超

短期负荷的预测数据选取2013年9月1日当天24 h的

负荷记录；短期负荷的预测数据选取2013年9月份

的30天负荷记录；中期负荷的预测数据选取2013

（b）立体图

图2  RBF网络优化结果
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年全年12个月的负荷记录；长期负荷的预测数据

选取2008～2013年共6年的负荷记录。为了体现优

化RBF神经网络的性能，本文还与未优化的RBF神

经网络以及BP神经网络进行了对比，结果如图4所

示。这3种方法的预测结果与实际记录数据之间的

平均误差如表2所示。

表2  电力负荷预测误差

超短期

/亿kW·h

短期

/亿kW·h

中期

/亿kW·h

长期

/亿kW·h

优化RBF 0.004 4 0.060 4 1.177 1 3.072 9

RBF 0.007 5 0.124 6 2.078 9 7.236 4

BP 0.010 2 0.147 5 2.150 1 7.747 3

从图4和表2的结果可以看出，利用所提出的

优化RBF神经网络进行的电力负荷预测，结果要明

显好于其他两种方法。无论是哪种周期的电力负

荷预测，优化RBF神经网络的预测结果与实际记录

结果都最为接近，从表2中也可以看出，该方法的

平均误差较小。因此综合来看，所提出的优化RBF

神经网络非常适合于电力负荷的预测。

结束语

主要对电力系统负荷预测进行了深入研究。

提出利用RBF神经网络来实现电力负荷的动态预

测，同时提出利用K－CV方法对RBF神经网络的结

构进行优化，给出了网络训练过程中最优学习率

的计算公式。试验结果表明，所提出的方法可以

有效地对各种周期的电力负荷进行预测，同时优

化以后的RBF神经网络训练速度大为提升。
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图4  电力负荷预测结果
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