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基于模态分解和支持向量机的风电功率组合
预测

针对风电功率序列的不确定性和随机性特征，提出基于

聚类经验模态分解（EEMD）和支持向量回归机（SVR）

的风电功率预测模型。同时，为克服支持向量回归机依赖人

为经验选择学习参数的弊端，采用纵横交叉算法（CSO）

优化支持向量回归机学习参数。首先，利用聚类经验模态分

解将原始风电功率序列分解为一系列复杂度差异明显的子

序列。然后，分别对每子序列单独建立CSO－SVR预测模

型。最后，叠加各子序列的预测值得到实际预测结果。实例

研究表明，所提模型能获得优良的风电功率预测结果。
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0 引言

近年来，风电由于其应用技术日益

成熟以及能源的清洁性，受到世界各国

的青睐，发展规模迅速扩大，在电网规

划中的比重也逐年上升。但是风电出力

固有的波动性和间歇性给电网带来的冲

击严重影响电能质量和供电可靠性，成

为制约大规模风电并网的最大瓶颈。对风

电场输出功率进行预测，可为电网安排发

电计划、停机检修提供可靠参考，有利于

保证系统的安全可靠和经济运行[1-3]。故

提高风电预测的准确度对大规模风电的

逐步接入具有重要意义。

目前，国内外建立的风电功率预测

方法包括持续法、卡尔曼滤波法、模糊

逻辑法、空间相关性法、人工神经网络

法、支持向量机法和物理预测法等[4-6]。

其中持续法认为连续两点的功率值相差

不大，某一点的风电预测值即为上一点

的实际功率值，故该方法难以避免出现

预测误差大的情况。卡尔曼滤波法以风

功率作为状态变量建立模型，基于卡尔

曼滤波算法实现功率预测。但该方法在

统计特性未知时，存在很大局限性[7]。模

糊逻辑法以模糊规则库为基础，使用线

性模型搜寻非线性的风电功率的变化规

律来进行预测，但模糊规则很难完整诠

释风电的随机性规律，风电功率预测中

单纯的模糊方法效果欠佳[8]。人工神经网

络法模拟人脑结构和功能，通过大量数

据训练确定网络参数，可用于短期风功

率预测。但其网络结构很难科学确定，

且学习速度慢、容易陷入局部最优，故

预测准确度一般难以满足要求 [9]。支持

向量机法依据结构风险最小化的思想，

模型建立方式大致与神经网络相同，都

是以大量的样本数据训练来建立相应的

预测模型，该模型虽然泛化能力强、全

局寻优效果好，但人为选择其学习参数

依然是该方法存在的致命缺点 [10-11]。物

理方法主要以气象数据和功率转化曲线

为预测基础，通过分析风机周围的物理

信息，计算得出发电机组轮毂高度的风

速、风向等信息，带入功率转化曲线中得到

实际输出功率，但目前很难获取准确的风

速、风向等信息，模型建立相对困难[12]。

上述预测方法均为传统的单一预

测，受风电功率的随机性以及单一预测

方法本身的局限性的影响，单一的预测

方法预测误差一般为25%～40%，很难满

足预测需求[13]。文献[14-15]分别建立基
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于小波包分解和经验模态分解的组合预测模型，

即先将原始风电序列分解后再建立相应的预测模

型，结果表明预测准确度得到有效提高。风电功

率的组合预测已是大势所趋，通过各模型的优势

互补来建立组合预测模型，充分挖掘风电时间序

列的有效信息，提高预测准确度。

针对单一模型预测准确度低的问题，提出了

一种基于聚类经验模态分解（EEMD）和支持向量

回归机（SVR）的风电功率组合预测模型。同时为

降低通过人为经验选择SVR学习参数给预测造成的

误差，采用纵横交叉算法（CSO）优化SVR的学习

参数。实例研究表明，所提出的组合预测模型的

预测结果准确度较高。

1 模型原理

1.1 聚类经验模态分解

风电时间序列首先使用基于经验模态分

解（Empirical  Mode Decomposit ion，EMD）

的聚类模态分解（Ensemble  Empi r i ca l  Mode 

Decomposition，EEMD）进行分解。EMD已被

广泛应用于时间序列分解。通过筛选过程将原

始时间序列数据X ( t )分解成多个固有模态分量

（Intrinsic Mode Function，IMF）。

 
（1）X (t) = ci (t)+ rn (t)

i=1

n

∑

式中，ci(t)为各IMF分量；rn(t)为剩余分量；n为

IMF分量总数。

利用EMD方法，能将时间序列自适应分解成

由高频到低频的一系列分量。然而，EMD的一个

主要缺点就是模态混叠问题 [16]。聚类经验模态分

解则通过添加白噪声有效解决了这个问题。作为

EMD的改进版，EEMD向原始数据中加入有限的

白噪声序列，然后通过集成平均来获得准确的IMF

分量，其可以自动消除模式混叠问题。分解步骤

如下。

1）向原始序列中加入小幅度的白噪声来平衡

序列，形成一个整体序列。

2）使用EMD将该整体序列分解，得到相应的

IMF分量和一个剩余分量。

3）不断执行步骤1）共n次，但每次加入的小

幅度白噪声序列要各不相同。

4）将n次分解得到的全部分量集成平均后作

为最终的结果。

正如文献[16]所述，添加的白噪声可以由以下

规则控制，即

εe = ε / e                         （2）
式中，e为集合总数；ε为加入白噪声的幅度；ε e为

误差的标准偏差。

1.2 支持向量回归机

采用EEMD对原始风功率序列进行多尺度平

稳化分解，同时，结合支持向量回归机（Support 

Vector Regression Machine，SVR）模型对各IMF

分量分别进行预测。

支持向量机（Suppor t  Vec to r  Mach ine，

SVM）理论基础源于统计学的VC维理论，最初用

来解决二类线性样本的分类问题，将分类问题推

广到解决回归拟合问题就形成了SVR[17]。SVR使用

非线性核函数，将低维空间的非线性数据集映射

到高维空间，转化为线性问题进行回归估计。

SVR依据结构风险最小化的思想构建损失函

数，并使以下目标函数最小化来确定回归函数，即

（3）

min 1
2
wTw+C

n
(ξi +ξi

*)
i=1

n

∑
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式中，C为惩罚系数；ξ i、ξ i
*为松弛因子；ε为不敏

感损失系数。

引入拉格朗日乘子，可将式（3）转化为以下

对偶问题的求解，即

（4）

min 1
2

(ai
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式中，K(xi，xj)为核函数，满足Mercer 条件；ai、

ai
*为拉格朗日乘子。

求解式（4）可得到最优回归函数为

 
（5）f (x) = (ai − ai

*)K (xi ,x)+b
i=1

n

∑

常用核函数有如下形式。

1）多项式核函数，K(x，xi)＝xi
Tx。

2）径向基（radial basis function，RBF）核函

数，K(x，xi)＝exp(－||x－xi||
2/2σ 2)。

3）多层感知器核函数，K＝(x，xi)＝tanh (vxi
T

＋y)。由于RBF核函数局部插值能力强，因此其更

适合用于短期风电功率预测研究。

因此，使用SVR预测时需要选择的学习参数包

括形式3）中的C和RBF核函数的核参数，本文使用

纵横交叉算法来实现这两个参数的优化选择。

1.3 纵横交叉算法

纵横交叉算法（CSO）包括横向交叉和纵向交

叉两个算子，每迭代一次将交替执行两种交叉算

子，纵横两种交叉机制保证了CSO具有较强的全局

收敛能力和较快收敛速度。

（1）横向交叉操作

执行交叉算子前先对种群中所有粒子进行两

两不重复随机组合，然后对组合粒子所有维执行

横向交叉来更新粒子。若父代粒子X(i)、X(j)的第d

维进行横向交叉，则粒子更新方式如下，即

MShc (i,d ) = r1X (i,d )+ (1− r1)X ( j,d )+ c1[X (i,d )− X ( j,d )]

 （6）

MShc ( j,d ) = r2X ( j,d )+ (1− r2 )X (i,d )+ c2[X ( j,d )− X (i,d )]
i, j ∈ N (1,M ), d ∈ N (1,D)

 
（7）

式中，r1、r2为[0，1]之间的随机数；c1、c2为[－1，

1]之间的随机数；M为粒子规模；D为变量维数；

X(i，d)、X( j，d)为父代粒子X(i)、X( j)的第d维；

MShc(i，d)、MShc( j，d)为X(i，d)、X( j，d)在横向

交叉后各自的第d维子代。

（2）纵向交叉操作

粒子的每一维代表一个变量，不同变量的取

值范围会有差异，故交叉前须对每一维进行归一

化处理，然后依交叉概率Pv对全部粒子不同维之间

执行纵向交叉。为了使陷入局部最优的某一维从

中跳出，但同时又不破坏其他正常维，故每次纵

向交叉只须产生一个子代即可。若父代粒子X(i)的

第d1维和第d2维执行纵向交叉，则粒子更新方式如

式（8）所示。

 
（8）

MSvc (i,d1) = rX (i,d1)+ (1− r)X (i,d2 )
d1,d2 ∈ N (1,D), i ∈ N (1,M ), r ∈ [0,1]

式中，MSvc(i，d1)为粒子X(i)的第d1维和第d2维在纵

向交叉后的子代。

由式（8）可知，纵向交叉通过粒子维度层

面的交叉来产生中庸解，其能使陷入局部最优的

某一维从中摆脱出来，以此来保持和增加种群多

样性。由于并不是所有维都陷入停滞或是局部最

优，故为纵向交叉算子设置一个交叉概率Pv，借此

来控制种群中参与交叉的维的数量，有效保证算

法的收敛速度。

2 基于EEMD－CSO－SVR的短期风电

功率组合预测模型

风电功率时间序列的随机性和非线性特征

使得单一的预测方法难以取得理想的预测效果，

故为保证预测准确度须建立组合预测模型。鉴于

EEMD技术在非平稳数据处理中的突出优势，以及

CSO算法在寻优求解中全局搜索能力强的特点，本

文提出了一种基于EEMD－CSO－SVR的短期风电

功率组合预测模型。

2.1 适应度函数的选取

用均方误差公式（Mean Squared  Er ro r，

MSE）（适应度函数）衡量每个粒子的适应值，

计算公式为

 
（9）fit = 1

n
(y j − ŷ j )

2

j=1

n

∑

式中，yj和 ŷ j分别为实际值和训练输出值；fit为适

应度函数，fit越小，则选择的学习参数预测效果

越好。

2.2 测误差评价函数

预测误差评价函数采用平均绝对百分比误差

（Mean Absolute Percentage Error，MAPE）和
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均方根误差（Root of the Mean Squared Error，

RMSE）。

2.3 CSO优化SVR参数步骤

SVR的学习参数对模型预测结果影响很大，良

好的学习参数将有效提高预测的准确度。SVR学习

参数优化步骤如下。

1）参数和种群初始化。随机生成初始种群

X；对CSO算法以下参数初始化，包括纵向交叉概

率Pv、最大迭代次数maxgen和种群大小M。

2）将种群中全部粒子转换成SVR的学习参数

C和σ，然后对样本数据进行预测，用式（9）即适

应度函数对每个粒子进行适应度评价。

3）进入横向交叉算子，交叉后的折中解放入

矩阵MShc中，并计算全部解的适应度值，与其父代

种群DSvc（第一代为X）进行适应度值比较，选取

fi t值小的粒子存在DShc中。

4）进入纵向交叉算子，交叉后的解放入矩阵

MShc中，并计算MShc中全部解的适应度值，与其父

代种群DShc的适应度值比较，fit值小的粒子替换掉

fi t值大的粒子存在DSvc中。

5）判断终止条件是否满足。如果迭代次数大

于设定的最大值时，则迭代终止并将DSvc中适应

值最好的一组解转换为支持向量回归机对应的C和

σ。否则，转到步骤3）进行新一轮迭代。

建模流程图如图1所示，具体步骤如下。

1）将平均化处理后的原始风电功率数据利

用聚类模态分解进行分解，得到各分量（IMF1～ 

IMFn）和余量rN(t)。

2）对各 IMF分量和r N( t )分别建立支持向量

回归机预测模型。

3）采用纵横交叉算法优化选择支持向量回归

机的最佳学习参数，然后对所有分量进行预测，得

到各子序列的预测值。

4）汇总全部分量的预测值后求和，得到实际

预测值。

5）采用预测评价函数进行误差分析。

3 算例及结果分析

以我国某风电场2 0 1 2年的实测风电功率数

据为实验样本。平均化处理后的数据为每小时

1个点，共700  h的数据。训练样本为处理后前

600  h的数据，测试样本则为后100  h的数据，

输入维数为6维。平均化处理后的700  h风电数

据时间序列如图2所示；将这700  h的原始数据

采用EEMD分解后的各分量如

图3所示。从图3中可以看出，

与原始风电功率时间序列相

比，分解后得到的各 IMF分量

和余量其非线性程度明显降

低。对相对平稳的各 IMF分量

和余量分别建立 S V R预测模

型，并用CSO优化的SVR的学

习参数进行预测。

CSO算法的纵向交叉概率

设为0.8，种群大小M＝60，最

大迭代次数maxgen＝300。PSO

的学习因子取2，惯性权重wmax

＝0.9，wmin＝0.5。EEMD中的

参数e和ε分别设为20和0.15。

分 别 采 用 S V R 、 E E M D －

SVR、EEMD－PSO－SVR、图1    EEMD－CSO－SVR 组合预测流程图

IMF1 IMF2 IMFn r(n)

SVR1 SVR2 SVRn SVR(n＋1)

原始风电功率
时间序列

EEMD分解

误差分析

设置算法参数

结束

初始化种群

计算粒子适应度

更新全局最优解

执行纵向交叉算子后
进入竞争算子

输出最优参数求解并构建
SVR预测模型

满足终止条件?

Y

N

执行横向交叉后进入
竞争算子

叠加得到实际
预测值

…

…

…预测值 预测值 预测值 预测值
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EEMD－GA－SVR以及EEMD－CSO－SVR 五种

模型进行单步预测对比实验。不同模型的预测误

差如表1所示。不同模型的功率预测曲线如图4、

图5所示。

表1    不同风电功率预测方法的误差对比

方法 MAPE(%) RMSE/MW

SVR 12.085 0.578 8

EEMD－SVR 6.647 6 0.329 1

EEMD－GA－SVR 4.614 9 0.215 5

EEMD－PSO－SVR 4.495 4 0.208 2

EEMD－CSO－SVR 3.294 3 0.170 8

1）对比SVR与EEMD－SVR，后者的预测准

确度明显大幅度提高，说明EEMD分解有效地降低

了风电功率的非线性和非平稳性，有效地提高了

整体预测准确度。

2）分别对比EEMD－GA－SVR、EEMD－

PSO－SVR、EEMD－CSO－SVR与EEMD－

SVR，采用智能算法优化SVR的模型预测平均误差

分别减小2.032 7%、3.353 3%，说明通过智能算法

优化支持向量机的参数，有效提高了SVR的泛化能

力，具有更高的预测准确度。

3）对比EEMD－GA-SVR、EEMD－PSO－

SVR和EEMD－CSO－SVR，后者的预测准确度更

高，平均误差分别减小了1.321 6%、1.201 1%，预

测的RMSE仅为0.170 8 MW，在三种模型中也是最

小，说明所提的纵横交叉算法算法具有更强大的

全局搜索能力。

由图4可以看出，无论是EEMD－SVR模型还

是EEMD－CSO－SVR模型都能很好地捕捉到风
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图4    三种模型的风电功率预测曲线
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电功率的变化规律，预测结果与SVR模型相比更

接近实际值，充分表明了所提模型的有效性和高

准确度。

从图5可以看出，三种方法的预测结果均能很

好地拟合实际值，这主要是因为EEMD分解很好地

降低了原始风电功率曲线的复杂度，有效挖掘了

数据内部的变化规律，提高了模型的泛化能力和

预测准确度，这种基于模态分解的组合预测方式

更能满足预测准确度的需要。EEMD－CSO－SVR

模型与其他两种模型相比，预测曲线更接近于真

实值，尤其是在功率波动大的拐点，其准确性更

加突出。这主要是因为GA和PSO在算法迭代后期

容易陷入局部最优，无法优化得到最佳的支持向

量回归机学习参数，CSO算法则具备全局优化能

力强、鲁棒性好的独特优势，优化选择的学习参

数更优良，提高了预测模型的预测准确度和泛化

能力。

综合表1、图4和图5可以看出，单纯的SVR

模型虽然能预测出功率的大体走势，但在风电功

率突变的拐点处预测效果不佳，平均百分比误差

为12.085%，已经很难满足预测准确度的需求；

EEMD－SVR模型通过聚类模态分解挖掘到有效信

息，提高了在风电功率突变处的预测准确度，但

依靠人为经验选择SVR参数阻碍了模型预测准确

度的进一步提高；EEMD－PSO－SVR、EEMD－

GA－SVR和EEMD－CSO－SVR则采用智能算法

优化选择SVR的学习参数，进一步提高了模型的预

测准确度。其中，CSO以其全局搜索能力强、鲁棒

性好的独特优势解决了常规智能算法容易陷入局

部最优的问题，EEMD－CSO－SVR模型的平均百

分比误差仅为3.294 3%，相对于其他模型表现出最

高的预测准确度。

4 结束语

本 文 提 出 一 种 基 于 聚 类 经 验 模 态 分 解

（EEMD）和纵横交叉算法（CSO）优化支持向量

回归机（SVR）学习参数的短期风电功率预测模

型。经实例研究表明：

1）EEMD－SVR模型的MAPE和RMSE相对

于单纯的SVR模型分别降低了5.437 4%和0.248 7 

MW，说明EEMD有效降低了原始风电功率的复杂

度，提高了预测准确度。

2）EEMD－GA－SVR、EEMD－PSO－SVR和

EEMD－CSO－SVR模型与EEMD－SVR模型相比，

MAPE分别降低了2.032 7%、2.152 2%和3.353 3%，

说明采用智能算法优化SVR的学习参数，有效解决

了SVR依赖人为经验选择学习参数的弊端，提高了

预测准确度。

3）所提EEMD－CSO－SVR组合预测模型表

现出最高的预测准确度，说明CSO算法相对于其他

智能算法具有更强的全局优化能力，预测结果显

示出其高准确度和有效性。
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