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电力用户行为画像构建技术研究

电力行业数据涵盖了丰富的用户行为信息，但仍存在数

值型数据比重大且很难被业务人员直观理解的问题。针对电

力行业的特性提出一个面向用户行为的标签层次体系，以及

基于密度、距离的聚类算法和梯度提升树算法的标签生成方

法，形成了一整套电力用户行为画像技术。通过实际数据验

证，该行为画像技术有效地解决标签语义化问题，方便识别

用户行为的发生，并通过刻画用户行为的统计特征，预知行

为发生的可能性，面向用户行为的用户分类，最终完整刻画

一个电力用户。

傅  军/高级工程师

傅  军1  许  鑫1  罗  迪2  朱天博1  刘  霞3/1.国网冀北电力有限公司电力

科学研究院  2.北京科技大学计算机与通信工程学院  3.北京博望华科科技

有限公司

0 引言

电力用户行为多种多样，包括购

电、缴费、业扩报装、容量变更及违约

用电等。电力企业获取了大量的电力用

户的业务行为信息，亟待将其转化为价

值，这需要对电力用户画像，用以分析

用户的消费特征、行为偏好，进而为大

数据分析挖掘奠定基础。

用户画像的本质是用户特征的标签

化，包括用户画像标签体系和标签生成

技术。电力行业对于用户的分析主要是

基于行为的，而行为数据大多为数值型

数据，需要经过一定的转化规则才能转

化为便于业务人员理解的语义标签。且电

力行业的各种业务行为是商业行为，遵循

客观经济规律，可进行较精细的预测。

在互联网用户画像构建技术方面前

人做了很多研究，Ali等人在视频录制

领域根据用户的录制记录，使用协同过

滤矩阵构建了用户画像系统，名字叫做

TiVo [1]；Slimani等人在在线教育资源领

域通过创建资源的索引，使用动态贝叶

斯算法为用户画像 [2]。目前在电力行业

中，关于电力行业用户画像构建技术的

文献还较少。林森、欧阳柳提出了一套

基于大数据理论的电力客户画像标签体

系[3]，从业务的角度分析了标签体系的维

度和内容，以及标签库的管理框架。但

他们并没有具体讨论生成画像的技术和

方法，在整个行业内也缺乏用户画像生

成技术的讨论，缺乏可以借鉴的其他用

大数据技术对电力用户进行分析的研究。

周李、赵露君等人提出了利用稀疏编码模

型发掘电力用户的异常用电行为 [4]，可用

于构建电力用户的异常用电画像；涂莹

等人针对高压用户、低压非居民用户和

低压居民用户构建基于逻辑回归的用户

电费回收风险预测模型[5]，可用于刻画用

户欠费风险，但仍存在过拟合、难理解

及可解释性差的问题。

本文提出一整套适用于电力行业的

用户行为画像技术，包括用户标签层次

体系和标签生成方法，将数值型数据转

为易于理解的语义行为标签，方便识别

用户行为的发生，统计用户行为偏好等

特征，预知行为发生的可能性，并根据

用户行为特征对用户分类，从用户行为

的角度去刻画一个用户。

1 电力用户标签体系

1.1 电力用户标签体系构成

电力用户行为画像主要包含电力

基于大数据的客户增值服务平台关键技术研究及应用

（52018K15000G）。
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电力用户行为画像构建技术研究

用户两类重要信息：静态属性信息和动态行为信

息。静态属性信息为电力用户较为稳定的信息，

如电压等级、用电规模和行业等。动态行为属性

即用户不断变化的行为信息，例如增容行为、违

约行为及缴费行为等，这些行为的发生时间和行

为变化量是不断改变的。要将电力用户数据转为

商业价值，电力企业需要识别电力用户某一行为

的发生、描述该行为的时间特征及发现各个行为

之间的相关性，进而根据行为对电力用户进行分

类和行为预测。因此，提出由用户基本属性标

签、行为标签、行为描述标签、行为预测标签和

分类标签组成的电力用户画像的用户标签体系，

标签之间的关系如图1所示。

1.2 行为标签

电力企业的数据多为数值型数据，无法直接

体现用户行为语义特征；领域专家可依据一定的

规则和已有多种聚类算法将数值属性数据进行离

散化，划分成几个易于理解的语义标签层级，把

定量数据转化为定性行为语义标签T；T是一个三

元组，定义如下

T =< t,N ,n>                       （1）

式中，t为标签形成时间；N为标签名；n为行为状

态。行为语义标签T表示了用户某个时刻发生了什

么业务行为以及行为状态。

1.3 行为描述标签

行为描述标签体现用户行为的时间特征、行

为偏好。每个行为标签代表的行为特征可以用频

次、平均值、覆盖率、偏离度、平均时间间隔、

周期特征及时段偏好特征来表示。覆盖率表示某

个时间段内该业务行为出现的次数占同类业务行

为出现次数总和的比重。行为出现平均时间间隔

即行为标签出现时间间隔的平均值。偏离度即行

为标签出现的时间间隔的标准差，体现用户产生

某种行为的时间均匀程度，偏离度越低，则该行

为有可能是一种周期性行为。周期性用来衡量用

户某行为是否具有周期性。时段偏好特征表示用

户行为产生的时间段偏好。上述特征均从历史态

和近态来描述，突出某行为的时间特征。

这些特征共同描述了用户行为的统计特征，有

效刻画用户的某个行为，并作为使用机器学习模型

预测用户行为发生和对用户进行分类的输入。

1.4 行为预测标签与分类标签

行为预测标签用于描述电力行业某业务行为

在未来发生的可能性。电力业务行为的随机性较

小，与其他业务行为和用户基本属性具有强关联

关系，可以实现较准确的预测。对于业务行为的

预测可以让电力企业合理安排生产计划以及提供

个性化服务，如预测电力用户转化为“费控”用

户的可能性。分类标签是从多个角度根据电力用

户的行为，使用聚类或者专家经验法将电力用户

划分为多个种类，如价值高、中和低的用户，信

用高、中和低的用户，从而描述电力用户的价值

画像和信用画像。

2 标签生成技术

2.1 基于密度和距离聚类的行为标签生成方法

传统K均值（K－means）聚类方法必须预

先知道确定的聚类中心数目，并不能很好处理

非球状分布的数据 [6]。在生成行为标签时，需要

进行单维度的聚类。本文使用Alex Rodriguez和

Alessandro Latio在Science上提出的聚类思想对电

力行业的数据进行聚类，能有效解决以上问题，

其核心是利用局部密度和距离找出数据点的聚类

中心。

待聚类的数据集定义为 S＝ { X i}
N
i＝ 1， I S＝

{1,2,3,…,N}为相应的指标集，表示数据集中两个

图1    电力用户行为画像标签体系
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点Xi和Xj的距离。对于S中的每一个点Xi，计算其局

部密度ρ i和距离δ i。首先定义dc为截断距离，需要

事先指定。ρ i的计算公式如下

 
（2）!i = ! (dij !dc )

i , j"IS

#

其中

 
（3）! (x)= 1 x�0

0 x�0

!
"
#

$#

假设{qi}
N
i＝1为{pi}

N
i＝1的一个降序排列下标序，

即ρ q1≥ρ q2≥…≥ρ qN，则δ qi计算公式如下

 （4）!qi =
min (dqiq j ) i�2, j� i

max (!q j ) i =1, j�2

!
"
#

$#

假设一个待聚类的数据集S有nc（nc＞0）个聚类

中心。{mi}
N
i＝1为各个聚类中心的编号；{ci}

N
i＝1为数

据点归类属性标记；dmax＝max{dij}为S中距离最远

的两个点的距离；{ni}
N
i＝1中的ni为S中所有局部密度

比Xi大的数据点中与Xi距离最近的数据点的编号。

聚类算法步骤如下所述。

（1）初始化和预处理

1）给定用于确定截断距离dc的参数t，t∈(0,1)。

2）计算数据集S中各个数据点相互之间的距

离dij且i＞j，i，j∈IS。

3）由2）可得M＝0.5(N－1)N个距离，对其进

行升序排列得d1≤d2≤…≤dM，令dc＝df(Mt)，f(Mt)

为对Mt进行四舍五入后的整数。

4）按照式（2）计算每个数据点的局部密度

{pi}
N
i＝1，并进行降序排序得到{qi}

N
i＝1下标。

5）按照式（4）计算每个数据点的距离，并

生成{ni}
N
i＝1。

（2）确定聚类中心{mi}
N
i＝1，并初始化{ci}

N
i＝1

聚类中心的确定必须符合两个条件：①聚

类中心本身局部密度大，即被密度不超过它的邻

居包围；②与其他密度更大的数据点间的距离更

大。即对于每个数据点Xi，其ρ i和δ i越大，越有可

能成为聚类中心。计算ρ i和δ i综合考虑的量，令

! i =!i!i i! IS                    （5）

显然，γ i值越大，越有可能是聚类中心。画出

γ i降序排列的示意图，必定存在人工能够识别出来

的γ i值较大的点，将其作为聚类中心。

（3）对非聚类中心数据点进行归类

对非聚类中心归类时，是按照ρ i的值从大到小

的顺序进行的，根据{ni}
N
i＝1可知局部密度比该数据

点大的且距离最近的数据点的编号，由算法思想

可知，该数据点必定和与其距离最近的且局部密

度比其大的数据点属于同一个簇。

2.2 行为描述标签生成方法

用户u在某个时间段用户行为标签at的覆盖率

用CreateRatio表示，sum(atj,u)ET－ST为用户u某类

业务行为的行为标签j在某个时间段发生的次数总

和，ET－ST为统计的时间长度，则覆盖率计算公

式可表示为

 
（6）CreateRatio= sum (at j ,u)ET!ST

sum (ati ,u)ET!ST
i=0

n

"

行为标签出现的时间间隔用d表示，则行为出

现平均时间间隔计算公式为

 
（7）average(d )=

d j
j=0

n

!

k

偏离度计算公式如下

 
（8）BalanceRatioat j ,u =

[(di !average(d )]2
i=0

n

"
k

如果某行为没有周期性，则用0表示，若有则

用其周期时间间隔d表示。设一个用户某行为标签

在某段时间内出现的时间距离为d1,d2,…,dk，对时

间距离划分出n个区间，形成n个等级d1,d2,…,dn。

如果sum(di,u)表示用户u的行为间隔di出现的次

数，则周期性period(at,u)的计算公式为

period(at,u)=

di

!di"(d1,d2 ,!,dn ),sum(di ,u)�0.6,

sum(d j ,u)
j=0

n

#

0
$di"(d1,d2 ,!,dn ),sum(di ,u)�0.6,

sum(d j ,u)
j=0

n

#

%

&

'
'
'
'

(

'
'
'
'

（9）



Power System　|　电力系统

www.eage.com.cn 2018年7月上·电力电网·  | 21

如果用户某行为发生在该时间段的次数占行

为发生总次数的60%，则该行为具有时间段偏好，

时间段偏好特征TF即为该时间段。

对行为的各个时间特征进行单维度的离散

化，对行为的各个时间特征划分层级；对行为的

频次、覆盖率及平均时间间隔进行聚类，根据专

家经验定义每个类簇，描述行为的偏好；对行为

的偏离度聚类得到的标签用于描述行为的时间间

隔均匀程度；使用时段区间名称作为行为时段频

率特征的标签。

2.3 基于梯度提升树的行为预测标签生成方法

电力用户画像的构建涉及到用户行为预测的

问题。本文主要采用梯度提升树算法来构建行为

预测模型。Gradient Boosting其实是一个框架，

可以套入各种不同的分类算法，通过不断迭代改

进上一次分类结果来提高分类准确度 [7]。传统的

Boosting方法是在算法开始的时候，为每一个样本

初始化一个相同的权重，对训练样本进行迭代，

每一次迭代结果提高分类错误训练样本的权重，

降低分类正确的训练样本权重，进行N轮迭代后

得到N个分类器，最后将其组合起来。Gradient 

Boosting的每一次计算是为了减少上一次的残差，

通过在残差减少的梯度方向上建立一个新的分类

器。以下为GBDT算法的主要步骤[8]。

1）输入：T＝{(x1,y1),(x2,y2),…,(xN，yN)}，xi, 

yi∈R。T为训练样本数据集，x为自变量，y为因变

量，N为数据集大小。

2）初始化

 
（10）f0 (x)= argmin! L( yi ,! )

i=1

N

!

3）对m＝1,2,3,…,M，M为迭代次数。

a）对i＝1,2,3,…,N，计算

 
（11）rim =!

"L[ yi , f (xi )]
"f (xi )

#

$
%

&

'
(
f = fm!1

式中，rim为梯度方向。

b）对rim拟合一个回归树，得到树m的叶节点

区域Rjm，j＝1,2,…,Jm。

c）对j＝1,2,3,…,Jm，计算

! jm = argmin L[ yi , fm!1(xi )+! ]
xi"rjm

#      （12）

d）更新

 
（13）fm (x)= fm (x)+ ! jm I (x! Rjm )

j=1

Jm

"

4）得到回归树

f (x)= fM (x)                    （14）

用户分类标签是在以上三类标签生成的基础

上通过聚类的方法得到的，将用户分成不同的有

意义的几类。

3 实验与分析

本文采用国网冀北电力有限公司真实的大工业

用户数据作为样本，共20 911户。该数据集还包含

从2014年1月～2016年6月的月用电量数据183 662

条，13 839条容量变更数据，23 562条用电检查数

据，20 911名大工业用户2014年1月～2016年6月的

违约记录和基本信息。

3.1 行为标签生成

对用电行为数据进行单维度离散化生成行为

标签，给电力用户每月的用电行为打上用电量极

高、用电量高、用电量中、用电量低和用电量极

低五个行为标签。按照上文的聚类方法，根据多

次试验，设置t＝0.05时聚类效果最好。计算每个

数据点的局部密度和距离后，又分别计算每个数

据点的γ值，进行降序排列如图2所示。

由图2可见，选择γ值前2 0的点作为聚类中

心，根据聚类中心大小分别分成用电量高、用电

量中、用电量低和用电量极低，然后将非聚类中

图2    用电量的降序排列的γi值示意图
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心的数据点进行归类。因此，最终可将电力用户

的每月用电量分为五个等级，并建立相应的行为

标签。电力用户月用电量数据还可以按照月增长

量，划分出用电增长幅度大、用电变化幅度小和

用电略微减少等行为标签；其他行为的划分使用

相同方法可得。

3.2 行为描述标签生成

本文以电力用户每月用电行为和容量变更行为

的行为描述标签生成为例。根据上文的公式计算某

用户对应行为的行为描述标签，结果如表1所示。

表1    部分行为特征

行为 频次 覆盖率 平均间隔 偏离度 周期 时段偏好

没有用电 17 0.57 1.5个月 1.36 1个月 上半年

用电量低 7 0.23 2.1个月 2.06 无周期性 下半年

用电量极低 4 0.13 2.75个月 3.05 无周期性 无明显偏好

暂停 5 0.56 6个月 3.36 无周期性 年初

暂停恢复 4 0.44 7个月 0 7个月 下半年

由表1，根据上文的聚类算法将其离散化，

可得到该用户的部分行为描述标签：频繁停止用

电、月用电量低、容量暂停集中在年初和暂停恢

复周期为7个月。

3.3 行为预测标签、分类标签生成

如表 2所示，采用上文提到的聚类算法和

GBDT算法分别构建违约用电风险分类标签。利用

从RFM模型改进的RFMO模型来定义用户的违约

用电风险度。

表2    传统RFM模型和RFMO模型

模型 R F M O

传统RFM

客户近一次

购买距分析点

的时长

客户一定

时期内购买

次数

客户一定

时期内购买

的总金额

无

RFMO

客户近一次

违约用电距分

析点时长

客户一定

时期内违约

用电次数

客户一定

时期内违约

用电总电量

客户一定

时期内违约

用电电量占

比

本文分别计算电力用户近9个月违约总次数、

近9个月中近一次违约至今的月份数、近9个月违

约总电量、近9个月违约总电量与9个月总用电量

的占比。对大工业用户的R、F、M和O值进行聚

类，最终可以将用户的违约风险度划分为17个类

簇。对于R、F、M和O分别赋予相同的权重，最终

将用户的违约风险划分为四类，形成关于违约

风险的用户分类标签，分别给用户打上违约风

险高、违约风险中、违约风险低和无违约风险的

标签。

根据用户的基本属性、月用电量记录、违约

记录和容量变更记录构建基于GBDT的违约用电

行为预测模型，不同违约风险分别用0、1、2和

3表示。训练指标：近9个月总用电量，上月份的

电量，客户立户时长，近6个月总用电量，近3个

月总用电量，近9个月电费，近6个月电费，近

3个月电费，……，合同容量，用电类别，运行

容量。

预测结果采用如表3所示的混淆矩阵。

表3    预测结果混淆矩阵

结果 无 低 中 高

无 363 0 0 0

低 0 589 126 3

中 0 196 588 23

高 0 3 32 70

准确率为0.807 827 396。将用户特征指标数据

输入模型，根据预测模型输出的不同分别打上不

同的违约风险标签。

3.4 电力用户行为画像应用

电力用户行为画像技术主要应用如下：①用

户的快速筛选。电力用户画像是对原本数值型

数据的语义化，是标签型数据，大大简化了筛

选条件。②监控用户行为，并提出建议。如对

进行高压增容但随即进行减容的用户行为建立

预测模型，对该类用户提出相应的建议，降低
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用户运营成本。③精准化营销。构建电力用户

从普通用户转为费控用户的行为预测标签，做到

有针对性地向用户提供奖励措施使其转为费控用

户。④合理安排，提高服务质量。如统计  “偏

好营业厅缴费”的用户数量，对这部分用户中具

有“用户价值高”标签的用户优先安排缴费，减

少排队缴费时间。⑤提供电力信用报告。电力用

户画像描述了电力用户的用电行为、违约行为

等与信用强相关的行为信息，可直接转化为信用

报告。

4 结束语

本文提出的电力用户画像技术能有效识别

出电力用户在使用电力企业提供的服务过程中产

生的行为，并有效描述和预测各个行为，最终全

面、准确地描述一个电力用户。本文也存在不足

之处，在标签生成的过程中仍然需要依靠专家的

主观经验，对于行为的预测和用户的分类需要不

断地对模型进行修正。此外，本文采用的用电行

为数据以月为单位，跨度较大，在未来将结合日

用电负荷数据、天气及财务等外部数据构建更精

细的电力用户画像，以便针对需求提供更多的个

性化服务。
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