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基于类负荷和LM－RBF算法的馈线

负荷预测模型研究

针对馈线负荷预测问题进行研究，从传统电网规划的负

荷预测方法入手，分析传统方法的优缺点。结合现代电网智

能化发展，以数据库为基础，采用时间序列和自适应决策树

方法对馈线用电记录的大数据进行聚类，在类负荷特性分析

的基础上采用LM－RBF算法进行馈线负荷预测，实现对整

回馈线的负荷预测。研究表明，该方法在计算准确度上优于

传统方法，为未来电网规划负荷预测提供新方向。
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0 引言

随着智能电网的不断发展，储能、

分布式电源和电动汽车等多元化负荷及

电源接入电网，使传统电网规划难以满

足发展的需求，而负荷预测作为电网分

析的基础，其准确性的要求变得越来越

高。因此在电网发展的新形势下，急需

一种更为准确的馈线负荷预测方法，更

科学地为电网分析提供数据基础。

在当前电网智能化发展下，监测系

统逐步完善，大数据逐渐形成，各种研

究开始针对电网大数据来开展，如今已

成为电网科技发展新方向。在馈线负荷

监测方面，电网信息系统的完善以及配

电自动化系统的逐步建立，为馈线信息

大数据提供了可能。

目前已有多项研究针对电网的馈线

负荷给出新方法，并取得了一定成果，

如文献[1]建立了配电网馈线负荷数据序

列和ARMA模型，对馈线上负荷数据序

列的差分运算、标准化、自相关系数和

偏相关系数进行分析，然后采用ARMA

模型对某一段时间内的馈线负荷数据进

行预测。文献[2]提出了一种采用对负荷

历史数据和温度历史数据进行统计分析

的方法，并对超出历史温度范围的情形

采用最小二乘法进行拟合，得出了区域

的超短时负荷预测结果。

综上可知，当前利用电网负荷数据

进行挖掘的负荷预测是主要针对单一负

荷的预测，并未考虑负荷多样性及特殊

性。文章提出一种在类负荷特性分析的

基础上，采用LM－RBF算法进行馈线负

荷预测的方法，此方法通过对单一负荷

特性曲线进行聚类，得到以负荷曲线进

行分类的负荷类型，同时提出类负荷的

概念，对于馈线上的单一类负荷形成负

荷曲线，再通过LM－RBF算法实现单一

类负荷的负荷预测，最终实现整回馈线

负荷预测。该方法避免了传统负荷类型

用户的特殊性，也避免了大量单一负荷

进行叠加造成的较大误差，采用LM－

RBF算法实现更强的逼近效果，为馈线

负荷预测提供新方向。

1 类负荷特性曲线研究

文中提出类负荷的概念，类负荷是

相对于依据产业类型进行负荷种类划分

的一种优化方法。由于产业负荷存在特

殊性，小部分产业负荷的负荷特性并不

符合典型曲线模式，即该产业的典型负

荷特性曲线的代表性不足100%，另外细

化的产业分类在单馈线数据计算中过于

烦琐，失去了分类意义。

文中提出将单一用户的负荷曲线依
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据产业典型曲线进行聚类，不同分类形成类产业

负荷特性曲线。

选取工业、商业和居民三类产业典型负荷特

性曲线作为分类标准，如图1～图3所示。

利用快速决策树的方法对用户的历史负荷数

据进行分类。快速决策树算法（Very Fast Decision 

Tree，VFDT）的目标是通过利用已有的训练样本

得到一个分类模型y＝f  (x)，然后对新的测试样本

正确分类[3-4]。

用户负荷曲线分类决策树的构造如图4所示，

通过训练集T完成。

该决策树已确定分类属性，将T分为Ta、Tb和Tc

三个子集。训练集T是某一天所有用户的连续负荷

监测数据，数据以单一用户满足时间序列的日负

荷数据为单位输入决策树的根节点，通过判定条

件a、b和c，最终将训练集T实现分类。

算法主要分为以下几步：

1）以a＝(a1,a2,…,an)为类工业负荷的基准集，

以b＝(b1,b2,…,bn)为类商业负荷的基准集，以c＝

(c1,c2,…,cn)为类居民负荷的基准集。aimax＝bimax＝

cimax＝100%基准集，满足对应典型负荷特性曲线

变化趋势。

2）对训练集Ti＝(Ti1,Ti2,…,Tin)进行处理，转换

为最大负荷百分率集Ai＝(Ai1,Ai2,…,Ain)，其中

 
（1）Aij =

Tij
Tijmax

!100% j =1,2,!,n

3）将数据流输入决策树根节点，对百分率集Ai

＝(Ai1,Ai2,…,Ain)与a序列作差值计算，得到数据差

集δ＝(δ 1,δ 2,…,δ n)。

人为设定标准差Δ＝5（误差不超过5%），拟

合度指标η＝90%，定义拟合度序列M＝(M1,M2,…, 

Mn)为

Mi＝If (|δ i|≤Δ ,1,0)      i＝1,2,…,n       （2）

若

 
（3）

Mi!
n

"100%�! i =1,2,!,n

则T∈Ta，否则返回数据根节点与b序列作运

算，直至找到T的归属集。若无法找到，则适当降

低η，返回重新进行计算，直至找到归属集。

4）若数据差集δ正负分布差异较大，可返

回修正判定集a、b和c，以适应训练地区用户负

荷特性。

5）所有训练集分类后，对单一类负荷特性下

的负荷进行叠加，得到单一类负荷的特性曲线。

6）将训练集全部分类结束后，可以得到适应

训练集的a、b和c判定集，该判定集可作为新用户

图1    典型工业负荷特性曲线
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图2    典型商业负荷特性曲线
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图3    典型居民负荷特性曲线
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图4    快速决策树算法模型分类
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的分类依据。

2 馈线负荷预测方法研究

2.1 RBF神经网络

RBF神经网络是一种神经网络的学习算法，其

特点是：每层神经元只与相邻层的神经元相互连

接，同一层的神经元之间没有连接，每层神经元

之间没有反馈连接，从而形成有层次结构的前馈

型神经网络系统[5]。

BRF神经网络在一定范围内克服了BP网络存

在的某些问题。RBF神经网络结构如图5所示。

对比BP网络、径向基函数网络等算法的运算

性能，当误差指标取0～1时，采用不同的方法逼

近同一个函数，其性能对比结果如表1所示。

表1    性能对比结果

训练函数 网络类型 时间/s 训练步数/次

Trainbp BP网络 247.34 4114

Trainbpx 采用快速BP算法的前向网络 41.19 561

Trainlm 采用LM－RBF算法的前向网络 3.13 5

Solverb 径向基函数网络 1.72 5

通过对比结果看出，RBF神经网络可以比BP

网络体现更强的分类能力和函数逼近，且训练速

度有明显提高，步数也得到显著减少。

2.2 基于LM－RBF算法的单一类负荷预测

基于快速决策树对用户进行分类的结果，采

用LM－RBF算法分别对每一类负荷进行负荷预

测。由于每一类负荷的影响因素不尽相同，因此

将几类负荷的影响因素作并集，按照LM－RBF算

法流程进行预测。

模型的输入采用季节、天气和节假日作为

输入数据（如果采用天气预报数据，需要增加气

温、气压和湿度的数据）。对于模型的输出，模

型中采用用电负荷作为输出[6-7]。

采用三层结构，即输入层、隐含层和输出

层，并相应确定输入层和隐含层的节点数，各个

神经元都采用S型函数作为刺激函数[8]。隐含层的

节点数量通过RBF神经网络的训练过程来确定。

确定最佳隐含层节点数的一个常用方法是试

凑法，可用以下经验公式确定隐含层节点的初

始值

m= n+k +a                       （4）

m= log 2n                          （5）

m= nk                          （6）

m= 2n+1                         （7）

式中，n、m和k分别为输入、隐层和输出层神经

元数。

然后对神经网络进行训练，训练过程如图6

所示。

神经网络模型训练过程如下。

定义：n0为输入层的神经元数；n1为隐含层的

神经元数；r为缩放因子。

1）计算缩放因子

r =0.7 n1n0                         （8）
2）初始化任一层的权值wij为在－0.5～0.5之

间的随机值。

3）按式（9）重新初始化权值

图5    RBF神经网络的结构
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图6    类负荷预测流程
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（9）wij = r
wij

wij2
i=1

n1

!

4）对于隐含层的第i个神经元，设置偏置为

在－wij～wij之间的随机值。

LM－RBF算法的流程如图7所示。该方法采

用近似二阶导数的方法，所以比采用梯度下降

法要快很多 [9]。因此，LM算法有二阶收敛速度

快、迭代次数较少、局部收敛和全局特性优的特

点[10]。

2.3 功率计算

单一类负荷模型预测的是预测日00：00～ 

24：00范围内每小时输出负荷的平均值，因此模

型得到的输出层变量为24个。

对于整回馈线的负荷预测，通过分类预测每

个类型负荷的结果，然后叠加得到整回馈线的负

荷预测结果。由于采用的模型中考虑了各类负荷

的关键影响因素，且从算法上采用优于BP神经网

络的方法，其结果得到理论优化。下面通过算例

验证进一步证实。

3 案例分析

为验证上述LM－RBF算法的准确性，现选

取IEEE RBTS BUS6网络中部分线路，并对用户

属于的类负荷特性进行随机指定，网络结构如图

8所示。

负荷数据和线路数据设置如表2所示。

表2    网络的基础负荷数据和线路数据

负荷 线路

编号 最大负荷/MW 负荷类型 编号 长度/km

1 0.3548 类工业 1、16 0.750

2 0.2834 类居民 2、14、17和19 1.97

3、15 0.7215 类工业 3、9 0.59

4、7 0.2662 类居民 4、11、15和21 1.78

5、14 0.7182 类居民 5、20 0.74

6、8 0.2731 类居民 6 0.89

9、11 0.5547 类商业 7、13和18 3.25

10、13 0.5175 类居民 8、12和22 2.78

12 0.6290 类商业 10 3.49

分别采用BP网络、LM－RBF等算法计算一周

预测结果，并与传统最小二乘法进行对比，结果

如表3所示。

对比表3中三种方法对馈线进行负荷预测的

结果，发现LM－RBF神经网络的整体预测准确度

图7    LM－RBF神经网络训练流程
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图8    基于部分RBTS BUS6的配电系统
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水平要高于传统方法。一周的预测结果中，采用

LM－RBF方法的平均相对误差可以控制在1%以

内，而且96%置信水平下的VAR值不超过1.71%，

预测一周的误差平均值为0.74%，EVAR96%一周

平均值1.43%，预测准确度较高，达到设计要求。

4 结束语

通过上面的分析可知，利用类负荷特性对用

户进行分类，采用LM－RBF算法进行馈线负荷预

测的准确度明显比传统最小二乘回归负荷预测方法

高。该方法可避免传统负荷类型用户的特殊性，同

时避免了大量单一负荷进行叠加造成的较大误差。

文中提出的优化馈线负荷的预测方法，对于

提高负荷预测准确度具有重要的意义。该方法为

未来电网规划的馈线负荷预测提供了新方向。
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表3    连续一周LM－RBF算法预测结果

方法 误差指标(%) 12.1 12.2 12.3 12.4 12.5 12.6 12.7

传统最小

二乘法

最大误差 3.30 3.31 2.64 4.06 2.51 3.71 2.39

平均误差 1.05 0.82 0.70 1.09 0.73 0.93 0.62

VAR值 2.00 1.65 1.35 1.92 1.34 1.90 1.20

BP神经

网络

最大误差 3.15 3.14 2.33 3.86 2.24 3.35 2.35

平均误差 0.96 0.72 0.58 0.94 0.71 0.89 0.59

VAR值 1.85 1.55 1.29 1.85 1.33 1.84 1.14

LM－RBF

神经网络

最大误差 3.00 3.00 2.12 3.67 2.16 3.19 2.30

平均误差 0.95 0.69 0.55 0.84 0.71 0.85 0.58

VAR值 1.71 1.47 1.10 1.62 1.30 1.65 1.13

注：VAR为误差评价指标，指选定置信水平下，一段预测时间内预测

误差的最大概率。
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