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融合改进SMOTE与Stacking算法的输电通道

树线放电因子风险状态评估
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摘要：当前，对电力系统输电通道的风险评估手段以规则方法为主，往往对输电线路结构本身的特征考

虑较少。基于KNN、决策树和SVM模型，提出了一种融合改进SMOTE与Stacking的机器学习算法，实

现了对输电通道中树线放电因子的风险评估预测，该算法能较好地解决数据集没有明确正常样本数据，

且异常样本类型分布不平衡的问题。通过与Bagging集成算法、融合SMOTE与Stacking算法对比，验证

了所提算法的有效性与先进性，为后续输电通道其他因子基于机器学习的风险评估奠定了基础。
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Assessment of the risk status of tree-line discharge factor in transmission channels 
using the modified SMOTE and Stacking algorithm
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Abstract: At present, the rule is the main method of risk assessment for power transmission channels, and the 
characteristics of transmission line structure are seldom considered. Based on KNN, decision tree and SVM models,  
a fusing improved SMOTE with the Stacking machine learning algorithm is proposed, it implements the tree line 
in the transmission channel discharge factor to the risk assessment of forecast, this algorithm can well solve there is 
no clear normal sample data in data sets and abnormal samples type distribution imbalance issue as well as improve 
the problem of low classification accuracy of traditional classification algorithms. By comparing with Bagging 
ensemble algorithm, SMOTE and Stacking algorithm, the effectiveness and advance of the proposed algorithm 
are verified, which lays a foundation for machine learning based risk assessment of other factors in the subsequent 
transmission channel.
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0 引言

架空输电通道是电力系统的重要组成部

分，随着社会的高速发展，社会用电量也在持

续增长，而用电量的快速增加也对输电线路的

安全运行提出了更高的要求，同时也对输电线

路的检修和诊断带来了更多挑战，因此对输电

通道进行风险评估显得尤为重要。近几年先

后出现了基于气象参数 [ 1 ]的方法，即依据传统
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的输电线路覆冰增长及风偏角计算模型，实

现输电线路风险的评估与预警；基于统计学 [ 2 ]

的方法，即基于大气质量指数和微气象站信

息，然而以上两种评估手段对影响因素的考虑

仍较为单一，且对风险状态的划分不够详细；

此外，随着机器视觉技术的发展，基于图像、

红外视频等 [ 3 - 8 ]的评估手段也都加以应用，但

这些评估方式都属于事后评估，即无法通过获

取前期对输电通道的杆塔运行状态进而预测高

风险的发生。所以目前主流的方法还是采用规

则评估，即严重程度、发生频率和后果可能性

（L E C）评估方法 [ 8 ]，但由于输电通道影响因

素多且相互之间的影响规律复杂，LEC等规则

评估方法在实践环节也出现了以下三点问题：

① L、 E、C值的选择主要依靠经验判断，可

能存在较大误差；②风险因子相关影响分析不

够准确，基于H I R A（H a z a r d  I d e n t i f i c a t i o n  

a n d  R i s k  A s s e s s m e n t）方法对技术要素风险

程度评估的区分度不够；③风险要素评估中对

输电线路结构本身特性的考虑很少，即没有充

分体现不同灾害类型对输电线路各个组成单元

的量化影响规律。基于此，本文引入了机器学

习算法，解决现有规则评估方法对输电线路结

构本身特性缺乏研究的问题。

1    杆塔风险状态评估

在国家电网公司的指导性文件 Q / G D W 

11 4 5 0—2 0 1 5《重要输电通道风险评估导则》

中，对线路风险等级的划分为：正常、低风险、

中风险和高风险四个等级。其中正常状态为不会

引发通道内线路同时高风险，设备处于稳定且良

好的运行状态；低风险状态为短期内不会导致通

道内线路同时高风险，但应限制其继续发展，加

强运行监视，安排治理计划；中风险状态为短期

内导致通道内线路同时高风险，需要在近期内安

排措施给予管控与治理；高风险状态为极易引发

通道内线路同时高风险，需要在近期内安排措施

给予管控与治理。本文通过对历史杆塔风险状态

的台账数据的积累，设计机器学习算法对未来杆

塔的风险状态进行评估。

2    样本不平衡问题

输电线路中杆塔的运行通常相对稳定，杆

塔运行台账数据往往只提供出现异常风险状态

时的标记信息，而对于正常状态时的标记信息

则没有提供支持。异常数据往往又细分为多个

子类异常，而子类异常数据样本经常存在分布

不平衡的问题。为减少在使用机器学习进行建

模时训练样本分布失衡对模型性能的影响，需

要对样本分布进行平衡化处理；同时为了能使

模型不仅能够对异常类型作出预测，也能对正

常类型作出预测，需要构造相应的带有标记信

息的正常样本数据。

常用解决样本分布失衡的方法是随机采

样，包括欠采样和过采样，其中以S M O T E算

法最为常用，该算法由C h a w l a  K e v i n等人提

出，能够合成少数类样本 [ 11 ]。S M O T E算法为

类别中的每个样本找到少数类中最近的 n个邻

居节点，然后这个样本在相邻的节点之间画一

条线，并在这条线上产生随机的节点。如图 1

所示，少数类样本会找到离其最近的 5个邻居

节点下 x 2， x 3，…， x 6。然后给每一个邻居节

点画一条线，并分别在每条线上产生红色标注

的随机点 a～ e作为新得到的合成样本，因此

S M O T E是一种过采样算法。除此之外，还有

基于SMOTE衍生而来的ADASYN算法。

可以看到，S M O T E算法仅能对已有标记

少数类合成样本多数类样本 少数类样本

x1

x3
x4

x6

x5

x2

ba

c

d

e

y1

图 1    SMOTE算法结构

Fig. 1 SMOTE algorithm structure
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信息的样本进行采样，而对未标记信息的样本

则不能很好地进行采样。但在实际场景中，

对模型的要求是对所有可能出现的情况做出预

测。因此，对于树线放电因子，不仅需要对

的数据进行S M O T E采样以达到异常分布的平

衡，还需要构造正常样本，保证树线放电因子

模型具备对正常状态的预测能力，最终使模型

能达到对树线放电因子正常、低风险、中风险

和高风险这四种状态事件作出预测。因此设计

基于SMOTE的改进算法。

算法 1    SMOTE 改进算法

Input： Dataset  D
={(x1(t1),ytype1),(x2(t1),ytype1),…，  
     (x

m(tm),ytype_m
),(x

n
),(x

n+1),(xk
)}

Process：
1. Step1 While l’< m//2:

2. i = randint(1,m)

3. pos
i
=(x

i(﹣ti),ytype_positive)

4. l +=1

5. D1= (pos1,pos2,
…

,pos
m
 )

6. end

7. Step2 While l’’ < (k-n)//2:

8. i = randint(n,k)

9. pos
i
=(x

i(﹣ti),ytype_positive)

10. l +=1

11. D2= (pos1,pos1,
…

,pos
m
 )

12. end

13. Step3 for type =type1,type2,
…，type

m*

14. = SMOTE(k,n,(x(·), ytype))

15. D3= (Dtype1,Dtype2,
…

,Dtypem
 )

16. end

Output： D’ = (D1,D2,D3)

3    融合改进SMOTE与Stacking算法

为防止模型过拟合情况，提高模型的鲁

棒性，主流方法是采用基于 B a g g i n g 或基于

B o o s t i n g的模型融合手段。B a g g i n g算法更

关注于方差的减小 [ 1 0 ]，代表是随机森林。

B a g g i n g算法通过对数据集进行有放回随机抽

样进而构造L组训练样本，即

 ( 1 )

并基于L组训练样本训练多个弱学习器，

即

(2 )

最后使用投票或平均方式对所有弱学习器

的预测结果进行汇总后输出预测结果，即

(3 )

(4 )

与B a g g i n g算法同时训练多个弱学习器不

同的是，Boos t ing算法先从初始训练集上训练

一个基学习器，再根据此基学习器的表现对原

始训练样本分布进行调整，使得先前基学习器

做错的训练样本在后续受到更多关注，然后基

于调整后的样本分布来训练下一个基学习器，

如此反复进行，直到学习L个基学习器，最终

将这L个基学习器进行加权输出预测结果

(5 )

(6 )

式中，E ( · )为给定模型的拟合误差； c
l
为步长

系数。

B o o s t i n g算法的代表是G B D T、A d b o o s t

等，更关注于偏差的减小。

然而上述两种模型融合手段都不可避免出现

对偏差－方差重视程度失衡的情况。鉴于此，提

出一种基于Stacking的融合算法，将训练好的所

有基模型对整个训练集进行预测。与Bagging或

Boos t i n g不同的是，S t a c k i n g并不是由多棵决

策树训练得到，而是通过构建多个不同类别的

分类或回归模型作为基模型，将每个基模型的

预测输出汇总，形成新的训练集，再基于新形

成的训练集构造相应元模型，训练参数，所以

S t a c k i n g模型融合算法通常是异构的。下面的

伪代码总结了Stack ing算法的实现过程。

算法 2  Stacking 算法

Input：

Dataset D
={(x1,y1),(x2,y2),…,(x

m
,y

m
)}

基学习器 L1, . . . , LT
 ; 

元学习器 L.$ $ $ $z z z z z z z z z{ , , , },{ , , , }, ,{ , , , }B B
L L

B
L

1
1

2
1 1

1
2

2
2 2

1 2

$w w w, , , L1 2

∑=
=

S
L

w1
L l

l

L

1

= =S l wl karg max[card( | ) ]L

∑=
=

S c wL l l
l

L

1

= − ×− − −S S c s E s( )L L l t t1 1 1
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Process：

1. Step1 for t = 1, …, T :

2. ht = Lt(D);

3. end

4. Step2 D = φ;
5. for i = 1, … , m:

6. for t = 1, …, T :

7. z
it 
= h

t
(x

i
);

8. end

9. D = D ∪ ((z
i1,

…
 , z

iT
), y

i
)

10. end

11. Step3 h = L(D);

Output： H(x) = h(h1(x), … , h
T
(x))

4    实验结果与分析

本文模型设计流程如图2所示。

4.1   数据集与性能指标

本节主要研究融合改进SMOTE与Stacking算

法在输电通道树线放电因子中的应用情况。原始

训练数据来自安徽电网输电通道树线放电因子属

性数据集（如表1所示），对原始训练数据进行预

处理及进行特征工程后的异常数据共有17 570条

实例，包含20个输入特征属性以及树线放电低风

险、树线放电中风险和树线放电高风险三个类

别的标签属性，且三个类别的标签属性数据量

分布分别为150 :7640 :9780。

为了验证本算法的性能，选取以下性能指标

 
( 7 )

重
要
性

海拔高度平原

是否“农田”杆塔呼称高

气温

风向 降雨量

气压

…

是否“丘陵” 温度

风速
线路设计
冰厚

是否“山地” 设计风速

电压等级

概率转移阵

数据预处理

离数化

插补

正则

采样

概率分布

机器学习模型
改进SMOTE

+
Stacking
Ensemble

基于线路标准与
状态评价导则的

机理模型

树线放电
因子模型

单基杆塔的
评价结果

风险评估模型

故障

正常

隐患

缺陷

影响因子排序
及原因分析

图2    树线放电因子模型训练架构

Fig. 2 Tree line discharge factor model training framework

表1    输电通道杆塔台账数据描述

Tab. 1 Description of transfer channel equipment ledger data

数据集 样本数 输入属性数 类别数

杆塔台账数 17 570 20 3

  (8 )

式中，TP为真正例；FP为假正例；FN为假负例。

此外，由于 F 1指标同时衡量了查准率与

查全率，所以在分类模型中常使用 F 1指标作

为模型综合效果评估指标。但由于研究的树线

放电模型是多分类模型，而 F 1指标通常是对

一个分类效果好坏的度量，所以为了对模型作

Precision TP
TP+FP

=

Recall TP
TP+FN

=
整体评价，提出一种以每一分类对应样本数量

为权重，进行 F 1指标加权求平均的度量指标

对模型整体性能评估，计算公式表示为

  
 

( 9 )

式中， n 为分类个数； S
i
为第 i 个类别样本数

量；F 1
i
为第 i个类别F 1指标；w e i g h t _ F为模

型整体评估指标。

4.2   试验设计

由于Stack ing算法中用于训练基学习器的

F
S F

S
weight_

1i i
i

n

i
i

n
1

1

∑

∑
= =

=
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数据同时也会生成元学习器的训练集，所以

容易出现模型过拟合的风险，因此设计将用于

生成元学习器的数据从训练基学习器的数据集

中进行分离，再使用交叉验证对试验结果进行

分析。

具体地，本文设计采用 1 0折交叉验证，

即原始训练数据集D被随机切分成1 0个几乎相

等的部分D 1 ,… , D 1 0，此外定义D
j
和D (－ j）=D /

D
j
分别为第 j折的测试集和训练集。在给定T学

习算法的情况下，通过输入训练集D (－ j），完

成对 t个基学习器的训练，且此时训练好的基

学习器记为 h
t

(－ j）。对于D
i
中的每个测试样本

x
i
，即第 j折的测试集中的样本，令 z

i t
表示学习

器h
t

(－ j）对测试样本x
i
的输出。

做完 1 0折交叉验证后，经过所有基学习

器的测试样本的输出D
'为

 ( 10 )

在数据集 D
'的基础上应用元学习算法，

得到的学习器 h
'是关于 ( z 1 ,… , z

T
)到输出 y的模

型。在生成新的数据集D
'之后，通常通过对整

个训练数据的训练来重新生成最终的元学习器

模型。

4.3   试验结果

首先使用改进S M O T E算法解决原始训练

集缺少正常样本以及异常样本分布不平衡的问

题，得到的类别标签属性信息如表2所示。

表2    改进SMOTE算法修正后的样本分布情况

Tab. 2 Improved sample distribution using the modified 

SMOTE

类别标签 原始样本数量 改进SMOTE算法

树线放电正常 0 8 000

树线放电低风险 150 8 150

树线放电中风险 7 640 7 640

树线放电高风险 9 780 9 780

然后使用 S t a c k i n g算法对处理后的训练

集进行模型训练，这里采用的基学习器分别由

K N N、D ec i s io n  Tr ee和S V M不同类型的学习

器组成。

为了完整地对本文所提算法性能作出衡

量，设计三组对照试验，分别以融合S M O T E

与S t a c k i n g算法、S t a c k i n g算法以及B a g g i n g

算 法 与 本 文 所 提 出 的 融 合 改 进 S M O T E 与

S t a c k i n g算法作对比，分别从学习曲线和评估

指标两方面分析输电通道树线放电因子风险状

态的预测结果。其中，学习曲线的横坐标表示

训练样本的数量，纵坐标表示模型分类得分

weigh t_F指标。

绘制模型学习曲线观测模型的拟合程度，

如图3 ~图6所示。其中，蓝色曲线表示模型在

训练集上的学习曲线，红色曲线表示模型在交

叉验证集上的学习曲线。可以观察到，在平滑

性上，与其他三种算法相比，使用了融合改

进S M O T E与S t a c k i n g算法的学习曲线平滑性

最好。$= =D z z y{( , , , )}'
i i i i

m
1 T 1

0 500 1 000 1 500 2 000
0.75

0.80

0.85

0.90

0.95

1.00
tran_set_score
cross_test_score

0 500 1 000 1 500 2 000 2 500 3 000
0.50

0.55

0.60

0.65

0.80

0.70

0.75

0.85 tran_set_score
cross_test_score

图3    融合改进SMOTE与Stacking算法的学习曲线

Fig. 3 Learning curve of fusing improved SMOTE and Stacking 

algorithm

图4    融合SMOTE与Stacking算法的学习曲线

Fig. 4 Learning curves of fusing SMOTE and Stacking 

algorithm
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在 准 确 率 上 ， 融 合 改 进 S M O T E 与

S t a c k i n g算法的得分最高，虽然融合S M O T E

与S t a c k i n g算法的学习曲线整体观测效果也不

错，但由于算法缺乏对正常样本的预测能力，

导致与本文所提算法在综合准确率方面还是略

低一些。

由 表 3 可 以 看 到 ， 本 文 所 提 算 法 不 仅

优于未考虑正常样本数据的融合 S M O T E 与

B a g g i n g 算法和未作异常样本分布不平衡处

理的 S t a c k i n g算法，而且与未考虑正常样本

数据的融合S M O T E与S t a c k i n g算法相比，在

P r e c i s i o n、R e c a l l以及We i g h t _ F这三个指标

上都有较大程度提升。

5    结束语

本文以输电线路中树线放电因子为建模

对象，使用融合改进S M O T E与S t a c k i n g算法

对其风险状态进行预测建模，避免了原有评估

体系过于依赖经验，实现了基于动态数据分析

的细粒度（时间、空间）输电通道风险评估智

能化，同时又保证了模型具有高可解释性。此

外，通过与其他主流机器学习算法做对照试

验，依次从学习曲线、P r e c i s i o n、R e c a l l以

及We i g h t _ F这四个指标说明本文所提算法的

先进性。

当然，本文的研究成果还存在很大的改

善空间，首先是受制于数据量级，模型在海量

样本下的性能表现并没有进行充分评估。其次

是模型性能方面，虽然通过绘制学习曲线观察

到模型泛化性能较好，但测试集上，模型的

R e c a l l指标并不是很高。后续还需要持续地沉

淀业务数据，并进行有效的数据治理工作，在

特征工程和算法优化上进一步完善和提高，以

提高输电通道风险评估的准确性和商业价值。
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