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近年来，由于EV的零碳排放具有很好的环保效

益，因而EV得到了大规模的推广与使用。然而，

EV充电负荷作为一种新兴的主动性负荷，具有非

线性、间歇性和随机性等特殊性，经典的人工神经

网络预测方法应用于EV充电负荷预测时，往往因

自身的局限性而导致模型预测准确度偏低。常德政

采用BP-NN和RBF-NN预测模型对EV短期负荷进行

预测，仿真结果表明RBF-NN的预测准确度远高于

BP-NN，但因容易陷入局部最小点，依然不能满足

EV充电负荷预测的要求。罗浩成等采用蒙特卡洛

法模拟EV的充电负荷曲线，这个方法适用于缺少

原始数据的场合，它避免了真实数据中含有的不良

数据造成的结果偏差，但是蒙特卡洛模拟真实数据

这一方法也同样导致预测结果与实际结果存在的偏

差较大。于惠鸣采用深度神经网络（Deep Neural 

Networks，DNN）的非线性结构将输入节点的信息

传到隐含层节点，并利用粒子群优化算法（PSO）

逐层优化，克服了传统网络易陷入局部最优的弊

端，明显提升了预测准确度，但由于电力负荷序列

是动态非线性时间序列，因DNN仅具有前馈结构，

没有反馈机制，无法有效刻画负荷序列的动态特

征，致使DNN仍很难达到更高的准确度。为此，本

文构建基于Bi-LSTM的EV负荷预测模型，该模型不

仅可以依据本身输入信息是否有用而判定保留或遗

忘，而且可以从正反两方向对具备较强随机性特征

的EV负荷数据进行预测，从而提高了预测模型的准

确度。

LSTM网络模型

LSTM是循环神经网络（Re c u r r e n t  N e u r a l 

Network，RNN）的一种。最初，RNN的隐藏层是

单一状态，它擅长处理短期的输入信息，LSTM在

此基础上增加了可以处理保存长期信息的状态，从

而解决了RNN长期依赖信息的学习问题。同RNN一

样，LSTM能处理各种长短不一的时序信号，  RNN

不能进行特征提取，只适合于序列建模，而LSTM

则能自动学习时间序列的相关性。EV充电负荷数据

是一种兼具非线性和动态特征的负荷序列，LSTM

能较好地适应EV充电负荷序列数据的这一特点，可

以对其进行预测。LSTM“神经元”运行原理如图1

所示。
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图1 LSTM“神经元”运行原理

图1中，圆形框代表“逐元素运算”，分别是

乘运算和加运算两种，也就是说，两个相同维度

的向量经过矩形框之后，对应元素进行相乘或相

加。矩形框表示“激活运算”，激活函数分别是σ

（Sigmoid）函数和tanh函数；与RNN相比，LSTM

增加一条线；两条线按箭头方向融合，可以很好地

表达输入中的长期依赖的信息。具体原理为

　　　　  (1)

式中，et表示遗忘门限；ht－1是上一个输出的信息；

f t为输入数据信息；W f、b f分别是遗忘门的权值矩阵

和遗忘门的偏置。

　  　　　(2)

　    　　(3)

　　　　　(4)

式中， i t表示输入门限； 表示前一刻的cell状态；

Wi、Wc分别为Sigmoid函数和 tanh函数训练的两个

权值。Sigmoid函数决定需要更新的信息，tanh函数

决定忘记的早期信息；et×Ct－1表示忘记的信息，表

示更新的信息，它们的累加就是当前的cel l状态，

即表示信息筛选更新的程度。

　　　　　(5)

　　　　　　(6)

式（5）中表示输出门限，通过函数将提取出的

信息输出，把细胞状态通过 tanh函数（输出－1～1

之间的值）进行处理，然后再乘上σ输出，最后输

出的部分为式（6）中的f′t。

构建基于Bi-LSTM的EV充电负荷预测模型

1. EV充电负荷特性分析

EV充电负荷特性主要分为内在负荷特性和外在

负荷特性。前者是指EV充电负荷随着负荷端电压或

系统频率变化而变化，研究内在负荷特性主要用于

EV充电负荷的稳定性分析。后者是指EV充电负荷

随着时间变化的规律而表现出来的外部特征，本文

所研究的就是外在EV充电负荷特性。EV充电负荷

的变化具有一定的随机性和周期性。

随机性：虽然每天的充电负荷按相似的规律变

化，但是节假日与工作日的充电负荷需求相差较

大，而且在工作日充电负荷曲线中，每天的充电负

荷也不完全相同，这是由于每天的充电负荷会受到

随机性因素的影响，如天气、温度等因素，节假日

每天的充电负荷也会有不小的波动。

周期性：EV充电负荷作为电力负荷的重要组成

部分，具有电力负荷变化的特点，一周的充电负荷

当中，每天的充电负荷基本按相同的规律波动，呈

现周期性的特点。把广东省某市的EV充电站每日 

24 h负荷数据按60 min为一个采样周期，共24点，7

天共168点，绘制出一周的负荷曲线图如图2所示。

图2 一周的EV充电负荷变化曲线

2. Bi-LSTM应用于EV充电负荷预测的基本原理

Bi -LSTM是由RNN发展而来的学习网络，由

前向LSTM与后向LSTM组合而成。Bi-LSTM可以

理解为是对LSTM的改进，而LSTM是对RNN的改

进。使用LSTM模型可以更好地捕捉到较长距离的

依赖关系，虽然LSTM的训练过程可以记忆和遗忘

信息；但是标准的LSTM按时间顺序处理序列，仅

考虑历史信息并忽略未来信息，在预测未来负荷

时，为了获得更准确的预测结果并充分利用历史和

未来信息，LSTM显然不能满足这一需求，针对EV

充电负荷存在的周期性和随机性特点，构建基于Bi-

LSTM的EV充电负荷预测模型之前，应先对EV充电

负荷数据进行预处理。
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3. EV充电负荷数据预处理

本文的仿真试验的数据来源于广东省某市某年

的部分EV充电负荷数据，Bi-LSTM的输入维度特

征数据X包含历史数据L、时刻特征S、日期类型R

和天气因素W共4个特征，即X={L，S，R，W}。因

EV充电负荷数据的相关性较强，预测方法是根据N

个样本数据，生成第N+1、N+2、…个数据，每个

数据含有24个负荷点，即根据N个样本数据N×24

个负荷点得到第N+1天、N+2天的负荷值，然后再

以此类推，不断滚动预测。输入数据维度汇总见 

表1。

表1 输入数据维度汇总

影响因素 不同维度 描述

历史数据 L（d-n，t） 前n天t时刻负荷值

时刻特征 S：不同时刻 高峰或低谷

日期类型 R：不同日期 工作日/节假日

天气因素
W：温度，湿度，

风雨可能性

未来一天 t时刻的预测温

度、湿度与起风、降雨概率

由于EV充电负荷历史数据采集过程中多种不确

定性因素影响导致的数据失真，从而严重影响模型

预测的准确性，因此有必要在模型训练的前一步进

行数据的预处理。因EV充电负荷历史数据的周期

性，假定短时间内数据横向相似，也就是不会有突

变，采用横向比较法进行不良数据的识别处理，利

用设定阈值判断是否有不良数据，具体步骤为

1）首先计算历史数据的均值和方差，即

　　 　　　(7)

　　　　(8)

2） 基于3σ原理，采用式（9）进行数据判断，

其中ε为阈值，通常取1～1 .5σ。所谓3σ原理又称

为拉依达准则，先假设一组检测数据只含有随机误

差，对其进行计算处理得到标准误差，按一定概率

确定一个区间，认为凡超过这个区间的误差，就不

属于随机误差而是粗大误差，含有该误差的数据应

予以剔除。

　　　　　(9)

3）若数据满足式（9），则为异常数据，采用

式（10）进行权重修正。

　 (10)

式中， ； 为第n天第 i点修正数据；

Xn+1,i为Xn ,i附近两个横向负荷点； 为Xn ,i距离最近

的两个相似日的负荷点。

4）经过修正后，EV充电负荷数据集可以表示

为式（11），采用式（12）、式（13）对其进行归

一化处理。

　　 　   　　(11)

　　　    　　(12)

　　　   　(13)

式中，minxjk为变量的最小值，maxxjk－minxjk为变

量的极值，经过式（13）变换后，所得充电负荷数

据均值在0～1之间，由此完成归一化。

4. EV充电负荷预测的实现及算法流程

对原始EV充电负荷数据处理后，构建Bi-LSTM

的EV充电负荷预测模型，工作原理如图3所示。双

向LSTM由两个普通的LSTM组成，正向的LSTM利

用过去的信息，逆向的LSTM利用未来的信息，这

样在时刻t，既能够使用t－1时刻的信息，又能够利

用t+1时刻的信息。其中x1, x2, …, xi和y1, y2, …, yi分

别是EV充电负荷数据的输入和输出，s i、s o和M i、

Mo分别是Bi-LSTM正反向隐含层激活函数。A0, A1, 

… ,  An为正向的LSTM，参与正向计算， t时刻的输

入为 t时刻的序列数据x t和 t－1时刻的输出At－1。a 0, 

a1, … ,  an为逆向的LSTM，参与反向计算，t时刻的

输入为t时刻的序列数据xt和t+1时刻的输出at+1。t时

刻的最终输出值取决于At－1和at+1。

图3 基于Bi-LSTM的EV充电负荷模型工作原理
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Bi-LSTM的隐藏层要保存两个值，即Ai和ai，Ai

是正向训练时刻值，ai是反向训练时刻值。最终的

EV充电负荷预测值y i取决于Ai和ai。基于Bi-LSTM

的EV充电负荷预测模型为

　　   　　　(14)

　　  　　　(15)

　　　　　　(16)

式中，g和 f一般为非线性激活函数；U是正向计算

从输入层连接到隐含层的权值；W是正向计算从隐

含层到自己的连接权值；V是正向计算从隐含层到

输出层的权值；而U´、V´、W´则是反向计算对应的

权值。

LSTM循环神经网络的主要用途是处理和预测序

列数据，在网络结构上，能记忆之前的信息，并利用

之前的信息影响后面节点的输出，而图3的Bi-LSTM

网络结构构成了一个无环图，输出是同时考虑了前

后因素得到的，最终的结果为正向LSTM的结果与反

向LSTM的结果的简单堆叠，因此更具有鲁棒性，提

升了EV充电负荷预测模型的预测准确度。图4为基于

Bi-LSTM的EV充电负荷预测流程图，从整体的角度

给出了预测模型的运行过程与实现原理。

图4 基于Bi-LSTM的EV充电负荷预测流程

5. 评价指标

基于Bi-LSTM的EV充电负荷预测模型的评价指

标为相关系数和均方根误差，定义如下：

1）相关系数是一种研究变量之间线性相关程度

的量，取值范围为（－1，1），其大小决定了相关

密切程度，当相关系数为1时，为完全正相关；当

相关系数为－1时，为完全负相关；相关系数的绝

对值越大，相关性越强；相关系数越接近于0，相

关度越弱。具体计算公式为

　　　　　(17)

式中，yt为真实值； 为真实值集的平均值；pi为预

测值，i=1, 2, …, n。

2）均方根误差（Root  Mean Square  Error，

RMSE），也称为标准误差，是预测值和真实值偏

差的二次方与观测次数n比值的平方根，能够很好

地反映测量的准确度。具体计算公式为

　　　　(18)

试验与分析

为了验证Bi -LSTM模型的有效性，利用三组

10天的负荷数据预测下周的负荷数据，分别使用

ARMA、LSTM 和Bi-LSTM对处理后的EV负荷序

列数据（共720+168组采样点）进行对比仿真试

验，其中，前30天共720组数据为训练集，后7天

共168组为验证集。其中LSTM 和Bi-LSTM配置的

参数为：优化方法使用Adam（自适应矩估计迭代

次数设置为100），选择参数均采用单层网络，隐

藏层单元为100，训练轮数epoch1500，初始学习

率为0.001。根据前文提到的两种评价指标分别对

ARMA、LSTM 和Bi-LSTM模型得到的预测值与真

实值进行计算，结果见表2。ARMA、LSTM 和Bi-

LSTM模型得到的EV充电负荷预测分别如图5～图7

所示。

表2 不同预测模型的结果对比

预测模型 RMSE 值

ARMA 130.344 0.886 53

LSTM 121.612 2 0.901 04

Bi-LSTM 14.095 5 0.999 88
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图5 基于ARMA的EV充电负荷预测

图6 基于LSTM的EV充电负荷预测

图7 基于Bi-LSTM的EV充电负荷预测

图5～图7中细实线是EV充电负荷的实际曲线，

粗实线分别对应ARMA、LSTM和Bi-LSTM的预测

曲线，可以得出EV充电负荷曲线呈现一定的周期性

和随机性，三种预测方法跟踪EV实际充电负荷预测

曲线的能力依次增强。

1）ARMA模型本质上只能描述平稳负荷序列的

随机过程，而EV充电负荷序列是随时间变化的非平

稳随机过程，具有一定的周期性和生长趋势，因此，

ARMA模型无法表示出EV充电负荷序列数据这一复杂

非线性序列的变化规律，在RSME和R上表现最差。

2）LSTM模型不仅能很好地捕捉EV充电负荷

序列数据的时序性特点，而且可以在改进RNN的

基础上，增强长期依赖信息的能力，因此可以兼顾

EV充电负荷数据的非线性，比ARMA具有更好的预

测效果。但是不能捕捉从后到前的关系（Bi-LSTM

比LSTM在RSME和R指标上分别提升了88.41%、

9.89%），因此，预测效果不及Bi-LSTM。

3）Bi-LSTM模型能很好地捕捉EV充电负荷序

列数据的时序性特点，并且可以更好地捕捉双向的

依赖信息，因此，预测效果在三种方法中最为突

出。与ARMA模型相比，Bi-LSTM在RSME和R指

标上分别提升了89.19%和11.33%。

结束语

本文针对存在时序性、受多个变量影响的非平

稳的EV充电负荷序列数据，构建基于Bi-LSTM的

EV充电负荷预测模型，并且对比了ARMA和LSTM

预测模型。通过试验表明，Bi-LSTM模型能够更好

地挖掘出EV充电负荷序列从后到前的内在变化规

律，从而提升了预测准确度，验证了基于Bi-LSTM

的EV充电负荷预测模型的有效性，可应用于EV短

期充电负荷预测，为EV优化调度提供参考。

虽然Bi-LSTM能从两个方向上训练输入信息，

提升了原有模型的预测准确度，但是Bi -LSTM的

训练网络结构与RNN相比更复杂，GRU（Ga t ed 

Recurrent Unit）是LSTM网络的一种效果较好的变

体，较LSTM网络的结构更加简单，容易实现，面

对EV充电负荷数据的不确定性，采用Bi-GRU模型

理论上能取得更好的预测结果，因此，基于的Bi-

GRU的EV充电负荷预测模型的建立有待于进一步

研究和验证。EA
（收稿日期：2021-11-20）
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