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随着“双碳”目标的确立，综合能源系统

（ IES）发展日趋火热。 IES作为一种新型能源系

统，以电力系统为核心，整合一定区域内的电、

冷、热等多种不同类型的能源，通过特定能源转换

装置实现多种能源的有机协调、优化运行和梯级利

用，提高能源系统的综合利用效率。区别于传统单

一形式的能源系统（系统内部各个运行环节独立设

计和运行）， IES凭借系统内众多能量转换装置，

依据多元负荷间的耦合关系，实现各类异质能源互

补互济，增加了系统运行的灵活性，但也使得系统

复杂度增大，对 IES负荷预测的准确性和可靠性提

出了更高的要求。作为能源系统优化调度的数据支

撑，如何提取利用 IES多元负荷间的耦合信息，实

现精确、快速且有效的多元负荷预测成为目前亟需

解决的问题。

随着算力的发展，许多研究者已将深度学习，

如长短期记忆神经网络RNN、LSTM及GRU等成功

应用于IES负荷预测领域，并取得了成果。文献[3]

中针对 IES多元负荷关联性和非线性特点，采用改

进LSTM添加注意力机制进行电、冷、热负荷特征

的充分学习，取得了较为准确的负荷结果。文献

[4 ]为充分利用多元负荷特征，采用小波包分解处

理多元负荷序列最后输入至R N N，验证了采用分

解方法可有效降低预测的误差。文献 [3]和文献 [4]

虽然取得较为满意的预测结果，但文献 [3 ]中的注

意力机制的权重仅针对特定的预测任务，导致其泛

化性能不足，文献 [4 ]中小波包分解中关键参数小

波基需要人为确定，增加了预测模型的复杂度。

基于上述研究的不足之处，本文提出一种由变

分模态（VMD）组合多任务学习机制的时序卷积神

经网络的综合能源系统多元负荷预测模型（VMD-

MTL-TCN），VMD依据数据驱动，默认参数针对

不同数据仍有较好的分解效果，多任务机制利用

所有子任务共同特征训练模型，具有良好的泛化

性。具体预测流程为：首先利用V M D对 I E S多元

负荷历史数据进行分解处理，削弱多元负荷的强

波动性，得到模态特征单一的子序列；然后采用

最大信息系数分析多元负荷影响因素的相关性，

依据相关程度选择合适的影响因素，降低预测

模型的冗余度；最后构建特征矩阵输入至M T L -

T C N，借助多任务机制利用电、冷、热负荷的共

同特征信息，建立特征共享层训练T C N模型，同

时提升电、冷、热负荷子任务的预测性能以及预

测模型的泛化性。
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考虑到综合能源系统多元负荷序列的高度不确定和强波动性，提出了一种变分模态分

解（VMD）组合多任务学习时序卷积神经网络的预测方法。利用VMD削弱多元负荷序列的

波动性，通过多任务学习机制构建特征共享层，并行预测电、冷、热负荷。与TCN和MTL-
TCN相比，所提模型在电、冷、热负荷预测上更准确可靠，验证了所提模型的有效性。
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基于VMD-MTL-TCN的综合能源系统负荷 

预测

针对 IES负荷高不确定性和强波动性，目前应

用于 IES负荷预测领域模态分解的不足，以及进一

步充分利用多元负荷耦合信息，提出了一种基于

VMD并结合MTL-TCN的组合预测模型。

1. 变分模态分解

V M D是一种基于变分模式的信号处理方法，

能够将包含多种模态的原始信号分解为多个仅包含

单分量调幅调频的本征模态分量。与经验模态分解

依据信号包络线平均值连续迭代分解子序列信号不

同，VMD作为一种新式时频分析的信号处理方法，

具有坚实的数学理论基础。VMD通过构造约束变分

问题并转化为非约束变分问题进行求解，根据实际

需求预先设置VMD算法中需要分解的模态数K和惩

罚系数α等参数，将原始信号分解为指定个数的本

征模态分量。

1）构造约束变分最优问题

  (1)

式中，K为需要分解的模态个数；{uk}、{wk}为分解

后第k个模态分解量和中心频率；δ t为狄拉克函数；

*为卷积运算符。

2）利用二次惩罚因子α和拉格朗日乘子λ ( t)，

将约束变分问题转化为非约束变分问题，即

(2)

式中，α为二次惩罚因子，用于降低高斯噪声的干

扰；〈·〉表示求内积。

3）利用交替方向乘子迭代算法解决非约束问

题，通过迭代更新uk、wk获得指定分解个数的VIMF

分量。

2. 多任务学习

在深度学习领域，常规的预测和分类任务处理

方式通常根据子任务构成分为单任务学习和多任务

学习。作为常见且应用范围最广的单任务学习，典

型特征为多对一模式，即任务开始时通过输入任务

数据的多维特征，经过神经网络模型输出单一任务

结果。随着 IES的飞速发展和推广，在单一电力负

荷预测问题上应用成熟的单任务学习模式，不再适

用于包含多负荷类型的IES场景。在IES场景下，单

任务学习模式人为割裂了各能源之间的耦合关系，

无法满足多元负荷预测的需求，为此采用多任务学

习势在必行。与单任务学习相比，多任务学习能够

利用源域间的相似知识信息，将多类但不同的子任

务通过共享层机制实现同时训练、并行学习，以达

到不同子任务之间共享相同的参数和挖掘不同子任

务之间隐藏的共有数据特征的目的，提升所有任务

的学习效果和模型的泛化能力。多任务学习与单任

务学习示意如图1所示。

图1　多任务学习与单任务学习示意图

针对 IES的电、冷、热负荷概率预测的各子任

务，提出一种多元负荷概率预测多任务模型。多任

务预测模型考虑到电、冷、热负荷的耦合性和负荷

序列的时序特征，采用多任务特征输入，利用硬共

享机制，选择T C N作为共享层学习子任务间的深

层隐含特征，提升了预测模型整体的泛化性能。多

任务预测模型依据各子任务的训练目标一次性输出

电、冷、热多元负荷的全部预测结果，显著降低模

型训练的时间成本。

3. 时序卷积神经网络

Bai等人于2016提出了TCN，在一维CNN的基

础上引入了空洞卷积、因果卷积和残差网络。TCN

作为一种具有特殊结构的一维CNN，除了具有CNN

的优秀局部特征学习能力外，特殊结构的因果卷积

确保时序序列中未来时间段的数据不会在过去时段

中被模型学习，不会产生信息泄露；而扩张卷积

针对一维卷积全局特征学习能力较差的问题，采用

逐层增加卷积结构，指数级地扩大时序序列的视野

区间。

VMD-MTL-TCN综合能源系统多元负荷预测流



电气时代·2024 年第 1 期92 |

设计制造
TECHNOLOGY & APPLICATION

技术及应用

程如图2所示。

图2　VMD-MTL-TCN综合能源系统多元负荷预测流程

算例分析

1. 算例介绍

为了验证VMD-MTL-TCN对强波动性和高度不

确定性的综合能源系统多元负荷的预测性能，本文

算例采用美国亚利桑州立大学实地开展的校园综合

能源系统实验项目中2020年1月1日—2020年6月30

日采集，采集间隔为15 min/次的共17 472条负荷数

据。气象数据来源于美国国家安全实验室，包含温

度、风速和压强等数据。

2. 对比模型和参数设置

为论证分析VMD-MTL-TCN预测模型预测性

能的优越性、有效性和可靠性，设置了两组对比实

验。第一组TCN与MTL-TCN，为了验证MTL特征

共享层利用多元负荷特征信息训练预测模型，同

时提升各个子任务的预测性能的有效性，以及通过

MTL多输入多输出的结构形式，显著降低训练时间

的优越性；第二组MTL-TCN与VMD-MTL-TCN，

为了验证VMD将高复杂度的原始负荷序列分解得到

具有单一模态特征的子序列，对于MTL-TCN多元

负荷预测性能起促进作用。

实验基于搭载AMD Ryzen7 5800H 8核的CPU

以及NVDIA GeForce RTX 3060 Laptop GPU的个

人计算机上实现。在本研究方法中V M D和M T L -

TCN都是基于Python3.6、Tensorflow-gpu2.4.0和

Keras2.3.1平台实现。电负荷、冷负荷、热负荷的

V M D数目分别为6、9、7；通过验证集分析确定

TCN的过滤器大小、卷积核数目、膨胀因子数、训

练回合和Dropout率分别为32、8、[1，2，4，8]、

500和0.2。

3. 结果分析

为衡量本文提出的预测模型的预测性能，选择

在负荷预测问题中常用的MAE、RMSE及MAPE反

映预测结果的优劣。

（1）多任务学习机制结果分析

通过不采用多任务机制的TCN与采用多任务学

习机制的MTL-TCN对比可知，采用多任务学习构

建特征共享层使预测模型的预测精度显著提升，

以反映预测模型整体预测精度的M A P E指标进行

说明，其中对热负荷的预测性能提升尤为明显，

MTL-TCN比TCN的预测结果MAPE下降了36%。共

享特征层利用电、冷、热负荷子任务共同特征训练

模型提升了模型的泛化性能，使TCN预测模型在本

算例中，电、冷、热负荷的预测准确性均有提高。

且多任务学习机制的多输入多输出的数据处理方

式，各子任务并行训练，同时输出每个子任务的预

测结果，也有效降低了预测时长。多任务学习机制

预测结果见表1。

表1　多任务学习机制预测结果

模型
MAPE（%）

预测耗时
电负荷 冷负荷 热负荷

TCN-MTL 1.59 5.58 3.92 20 min46 s

MTL-TCN 1.13 3.95 2.48 8 min12 s

（2）VMD组合MTL-TCN结果分析

相关研究表明，采用模态分解方法组合深度学

习模型的预测方法，可以进一步提升深度学习模型

的预测结果的准确性和可靠性。通过VMD-MTL-

TCN获得的电、冷、热负荷预测结果，对比单预测

模型TCN和添加多任务学习机制的MTL-TCN的误

差指标都是最优的，其中对热负荷预测性能提升最

为显著，MAPE指标较MTL-TCN下降了44%。说明
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采用VMD方法将IES多元负荷分解为具有单一模态

特征的子序列后，再输入MTL-TCN预测模型进行

模型训练，可有效削弱多元负荷的不确定性和波动

性，降低预测模型的特征信息学习难度，进一步提

升预测精度。各预测模型的电、冷、热预测结果见

表2。

表2　各预测模型的电、冷、热预测结果

预测模型 MAE RMSE MAPE

TCN

电负荷/kW 269.46 376.82 1.59

冷负荷/Ton 415.11 487.72 5.58

热负荷/mmBTU 0.186 0.22 3.92

MTL-TCN

电负荷/kW 262.60 323.72 1.13

冷负荷/Ton 288.39 319.82 3.95

热负荷/mmBTU 0.08 0.10 2.48

VMD-MTL-TCN

电负荷/kW 157.87 223.53 0.76

冷负荷/Ton 169.55 218.14 2.34

热负荷/mmBTU 0.07 0.09 1.39

结束语

1）针对IES包含多类负荷的复杂预测场景，添

加多任务学习机制对单一TCN进行改进，能够利用

子任务进行共享特征学习和并行训练模型，使其契

合电、冷、热多元负荷预测场景，同时多任务学习

机制的并行训练和多输出模式，有效提升了预测模

型的整体预测性能、泛化性，缩短了预测耗时。

2）由于IES多元负荷的高度耦合、互济互补，

使多元负荷序列具有高度的不确定性和强波动性，

提出采用VMD对多元负荷序列进行分解处理，削弱

复杂度，使预测模型能够充分学习并利用特征，获

得更为准确的预测结果。EA
（收稿日期：2023-04-10）
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