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“双碳”背景下，电力行业对更加节能、高

效、安全和环保的内生需求不断增加。数字化转型

使得传统的生产模式转型能够突破产业固有壁垒，

实现系统能效的优化提升，通过数字化、智能化技

术手段达到稳定供应侧和需求侧的波动平衡，完成

电力行业产业链的智能驱动，发电企业抓住智能发

电的经济脉搏，向更加清洁、高效和可靠的智能化

电厂发展。

近年来，随着人工智能、大数据等新一代IT技

术的发展，智能电厂热潮在电力行业不断升温，各

供应商提供不同的智能电厂解决方案，其中也包含

故障预警和推理诊断，将发电生产知识、运行经验

进行有效数字化、模型化，并利用数据挖掘技术与

预测分析技术、机器学习算法，结合火力发电厂运

行规程要求和运行管理需求，对发电生产工艺参数

进行分析、预测、评价和归纳，并结合故障树因果

链呈现、推送异常信息，达到用计算机来代替操作

人员进行监盘、查阅画面、分析参数和关注趋势的

目的。

关键发电设备的故障预警，是通过对设备运行

历史数据进行建模，构建针对正常数据集合的状态

预警模型，比较当前设备状态与模型评估状态之间

的偏差大小的一种方法。目前，算法科学家设计了

相当多可用于设备故障预警的算法，针对不同的发

电设备，不同的预警算法效果也各不相同。“没有

免费的午餐”定理表达了没有一种算法是万能的，

可以适用于任何数据集的道理，所以针对不同的发

电设备，不同的工况，需要定制化地设计模型，不

断调整模型中的超参数，使得模型能够适用于当前

应用场景。

在实际预警模型训练过程中，需要工程师具备

电力行业的专业知识，对电力数据的专业理解，

能够在模型参数训练前进行特征选择，还需要工

程师具备丰富的算法知识以及调参经验，能够在模

型训练步骤中选择合适的算法，恰当的超参数训练

模型。在一般的发电企业中，工程师同时具备上述

两种丰富的专业知识往往存在困难，使得在特征选

择、模型选择和参数调优等过程中消耗大量的人力

物力，间接地导致了最终的预警模型在性能上存在

一定的缺陷。

针对上述问题，本文提出将自动机器学习应用

于发电设备故障预警建模中，利用自动机器学习框
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方法，旨在解决发电领域重要设备预警建模流程繁琐、建模过程专业要求高等问题。通过

运用Automl技术结合LSTM技术，成功地完成了送风机预警模型的自动化构建，节省大量建

模过程中的人力耗时，并且实验证明该模型在预警诊断方面具有较好的性能，可以投入生

产使用。
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架，为不同的发电设备选择特征，挑选预警模型，

配置模型参数，测试模型性能。自动机器学习框架

的使用，可以让相关工程师摆脱特征选择、模型

选择和参数调优等过程。相比于传统人工建模的方

法，该方法放低了对工程师专业知识的要求，极大

地降低数据分析的时间成本。

相关工作

1. 自动机器学习

自动机器学习（Automl）是一项旨在简化和自

动化机器学习模型选择、调整和训练过程的领域。

随着机器学习应用的广泛增加，Automl提高模型性

能和减少建模工作量方面变得越来越重要。包括自

动特征工程、超参数优化以及模型选择等任务。通

过自动搜索和调整关键组成部分，Automl可以显著

提高机器学习流程的效率。

早期的Automl工作主要关注于超参数优化，例

如基于贝叶斯优化的方法和遗传算法。然而，随着

时间的推移，Automl领域取得了显著进展，包括

Google的Automl和Auto-sklearn等工具的推出，为

用户提供广泛的自动化功能，包括自动特征选择、

架构搜索和模型堆叠。此外，Automl还涉及神经

结构搜索（Neural Architecture Search，NAS）方

法，如高效神经网络结构搜索（Eff ic ien t  Neura l 

Architecture Search，ENAS）和可微分的架构搜索

（Differentiable Architecture Search，DARTS），

可自动发现神经网络的最佳结构。

总之，Automl代表机器学习领域的一项重要技

术进步，可以在不需要深度专业知识的情况下，提

高机器学习模型的性能，为广泛的应用场景提供巨

大的潜力。

2. 设备故障预警算法

机器学习和深度学习在发电设备故障预警领域

的广泛应用，为电力行业提供更为精确和高效的故

障监测和预测方法。机器学习方法，支持向量机

（Support Vector Machines，SVM）和随机森林，

已广泛应用于发电设备的故障预警。这些方法利

用历史数据和传感器信息，通过建模设备行为的特

征，可以识别潜在的故障模式和异常行为。

深度学习方法在发电设备故障预警中表现出了

巨大的潜力。卷积神经网络（Convolutional Neural 

N e t w o r k s，C N N）和递归神经网络（R e c u r s i v e 

Neural Network，RNN）等深度学习模型已经成功

应用于时间序列数据的分析，可用于监测设备状态

的实时变化并预测可能的故障。此外，深度学习模

型的自动特征提取和模式识别能力使其成为处理复

杂多维数据的理想选择，特别是在大规模传感器网

络下。

随着物联网（IoT）技术的发展，深度学习方法

也可以结合实时传感器数据，提高预测的精确性和

实时性。这些方法在电力行业中，尤其是风力和太

阳能发电领域，取得了突破性的成果，为提高能源

生产的可靠性和降低维护成本提供关键支持。

机器学习和深度学习方法为发电设备故障预警

提供新的可能性，成为电力行业的一个重要研究

方向。

提出的方法

1. 基于LSTM的设备故障预警

LSTM模型是递归神经网络（RNN）的一种特

殊形式，具有记忆单元，能够有效地捕捉数据长期

依赖关系，在处理时间序列数据时表现优异，其网

络结构如图1所示。LSTM通过引入遗忘门、输入门

和输出门，使模型能够更好地适应不同时间尺度和

变化的数据模式。

图1　LSTM网络结构

由于发电设备故障工况下的样本数量稀少，故

障种类繁多，无法通过训练故障数据进行故障判

断。所以，本文选取设备正常状态下的运行数据训

练  LSTM模型，当设备处于正常工作状态时，数据

相对比较平稳，LSTM 模型的预测误差相对较小。

当设备出现潜在故障时，随着运行时间的增加，故

障程度也会加剧，监测特征会偏离正常工作区间，

从而导致 LSTM 模型的预测误差变大。LSTM模型

根据一段历史时间内的信息，输出设备重要特征在
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当前时刻的预估值，并与实际值做对比。预警模型

根据比较评估值与实际值之间的残差，进行故障报

警判断，若残差高于一定阈值，则说明实际值正偏

离正常范围，设备可能发生故障。

2. 预警模型的训练

自动机器学习不仅利用机器学习算法自动挖掘

数据集中的隐藏规律与信息，还引入固化机器学

习专家的经验，以提高建模效率、保证预测的准

确性。本文采用Auto -Kera s框架进行自动机器学

习，实现预警模型训练过程中模型结构自动调优。

Auto-Keras是一种利用神经架构搜索（NAS）技

术自动选择合适的模型结构和超参数的自动机器学

习方法，与传统的手动调参相比，Auto-Keras可以

显著减少机器学习模型的开发时间，并且无需深入

了解底层算法，就能自动挑选适合数据集的模型结

构和超参数。Auto-Keras的运行流程包括以下几个

步骤：

1）用户发起对数据集的最佳神经网络架构搜索

请求。

2）接收到请求后，对数据集进行预处理，并将

其传递给搜索模块开始搜索。

3）搜索模块中的贝叶斯优化器生成一个新的模

型结构，并调用图模块将模型仓库中的现有模型变

形为新模型。

4）新模型传递给模型训练器，使用训练数据进

行训练。训练完成后，模型保存在模型仓库中。

5）估计神经网络架构的性能反馈给搜索模块，

用于更新贝叶斯优化中的高斯过程模型。

6）迭代以上步骤，直到找到最佳的神经网络

架构。

其中，贝叶斯优化器通过选择高效的操作来引

导搜索空间，在搜索过程中减少训练的神经网络数

量，使搜索更加高效。高斯过程的作用是用于更新

贝叶斯优化模型，由于神经网络架构不在欧几里得

空间中，需要构建一个基于编辑距离的神经网络核

来解决这个问题。将神经网络架构映射到欧几里得

空间中，以便进行训练和优化。图模块的网络变形

技术在搜索过程中起到了关键作用，处理神经网络

的计算图，并实现网络变形操作的功能。通过网络

变形，Auto-Keras通过修改现有模型的结构来生成

新的模型，无需从头开始训练每个模型，大大减少

搜索的时间和计算资源消耗。如图2所示。

图2　自动机器学习框架

3. 预警阈值

预警模型报警阈值带的确定遵循3σ准则。计算

验证集中每个重要特征的评估值与实际值之间的残

差，计算残差的均值μ和标准差σ，设定报警的阈

值下限为μ－3σ，报警的阈值上限为μ +3σ。在预警

模型实际运行过程中，若某一监测特征的评估值和

实际值之间的残差超过阈值带范围，则模型产生报

警。预警流程如图3所示。

图3　设备预警流程图

实验设计及分析

1. 实验设计

以送风机作为本次实验的研究对象，实验数据

采集浙江某电厂2021年1月—2021年2月，2022年

12月—2023年7月两段时间内的真实运行数据，频

率为10 min采样1个点，将机组负荷、大气温度、

入口流量和出口压力等特征作为预警模型输入，将

需要监测的重要特征作为预警模型输出。前一段数
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据为设备真实存在异常的数据，后一段数据为设备

处于正常状态下的数据，实验先对所有数据进行清

洗，删除坏值空值、异常跳变和设备关机等状态下

的点，之后选取后一段数据中85%的样本数据作为

训练集，10%的数据作为验证集，剩余5%的数据作

为测试集，测试模型是否会对正常数据产生误报，

选取前一段数据也作为测试集，测试模型是否会对

异常状态产生漏报。使用均方根误差（Root Mean 

Squa re  E r ro r，RMSE）、平均绝对误差（Mean 

Absolute Error，MAE）和R 2作为评估预警模型性

能的指标。

2. 实验结果及分析

实验中模型训练的EPOCH 设置为20，BATH_

S I Z E 设置为 1 0 0 ， L S T M 中的预测步长设置为

50，最后由Auto-Keras训练出来的模型结构如图4

所示。

 

图4  模型结构图

实验选取送风机电流、送风机轴承温度和送风

机电机线圈温度作为预警监测的特征。观察在正常

运行工况下，预警模型输出的评估值与实际值的

曲线，如图5～图7所示。同时，计算各个特征的

均方根误差、平均绝对误差和R 2的，见表1。从图

5～图7中可以看出，在测试数据的这段时间内，设

备处于正常运行工况下，且预警模型输出的评估值

与实际值曲线拟合度较好，模型可以较好地预测出

特征在正常运行工况下的运行数值。从表1中可以

看出，对于温度这种变化速度较慢的特征，模型的

计算误差小，R 2可以达到0.96，拥有不错的预测效

果。电流变化速度较快，容易产生波动的特征，模

型的预测效果也较好，R2在0.77左右。

图5  送风机电流模型评估值与实际值对比图

图6　送风机轴承温度评估值与实际值对比图

图7　送风机线圈温度评估值与实际值对比图

表1　模型性能评价指标

特征 MAE RMSE R2

送风机电流 1.64 2.10 0.77

送风机轴承温度 0.22 0.26 0.96

送风机电机线圈温度 0.91 1.12 0.88

通过计算预估值与实际值之间的残差，判断

残差是否在阈值带范围内进行预警的报警，如图

8～图10所示。图8～图10中的上下两条虚线为报警

线，由特征参数在验证集上的误差根据3σ准则计

算而来。从图中可以看到，送风机电流因为波动幅

度大，波动频繁，存在少量的误报情况，误报率为



www.eage.com.cn | 1452024 年第 11 期·电气时代

AUTOMATION SYSTEM
自动化系统

0.8%。因为预警更加关注设备重要特征在一段时间

的变化趋势，如果设备产生异常，则相关特征的数

值会长期偏离正常范围，所以可以考虑将报警触发

条件改为残差在一段时间内超出阈值带一定次数则

报警，适当地降低报警触发的灵敏度，消除因为单

次参数波动产生的误报警情况，不会导致预警报警

准确率下降。

图8　送风机电流报警上下限值

图9　送风机轴承温度报警上下限值

图10　送风机电动机线圈温度报警上下限值

针对送风机产生异常的时间段内的数据进行预

警模型评估，选取的重要监测特征为送风机出口风

温，这段时间内模型的评估值与特征实际值曲线如

图11所示。从图11上可以看出，在这段异常时间内

送风机出口风温的实际值明显低于预警模型的评估

值，两者之间存在较大的偏差。

为判断这段异常时间内模型是否能够正确产生

报警，实验计算了实际值与评估值之间的残差以及

送风机出口风温的上下报警阈值，如图12所示。从

图12上可以看出，下阈值的报警限值是-2.6，在1月

7～18日时间段内，绝大部分计算的残差超过了报

警下限，预警模型产生送风机出口风温低的报警。

图11  送风机出口风温

图12　送风机出口风温报警上下限值

结束语

本文提出一种基于自动化机器学习的发电设备

预警自动化建模方法应用于电厂的故障预警建模

过程。该方法利用自动化机器学习的思想，结合

神经架构搜索技术自动训练出合适的模型结构和超

参数，完成预警模型的构建，节约大量建模时间并

降低模型训练的专业门槛要求。实验基于浙江某电

厂采集的历史数据，利用LSTM算法作为预警模型

对送风机各重要特征进行异常状态监测，验证该方

法训练出来的预警模型在实际生产上具备一定的有

效性和准确性，在正常状态下模型有较好的拟合效

果，在设备异常状态下模型可以及时发现重要特征

的偏差并触发报警。EA
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