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仿真数据驱动的汽车装配虚拟调试

关键技术研究

王玲1，王雪琪2，刘银华2

1.西门子工业软件（上海）有限公司  上海  200000

2.上海理工大学 机械工程学院  上海  200093

摘要：提取了汽车装配场景下机器人装配路径学习与虚拟调试中的关键技术并开展研究，并且结合汽车轮毂装

配案例对所提出的方法开展应用验证。
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装配是汽车生产制造过程中的重要环节，是指将

各类汽车零件按规定的技术要求组装起来，并经过调

试、检验使之成为合格产品。在传统汽车制造模式

中，工作人员需要提前规划汽车装配工艺流程，重复

多次开展试生产工作，根据现场生产情况总结分析各

项工艺问题的形成原因，并采取改进措施[1]。整体过程

效率较低，同时制造精度也严重依赖于人工经验，稳

定性难以得到保证。

虚拟调试技术降低人工经验对装配精度的影响，

已成为制造过程的关键环节。虚拟调试允许工程师在

真实生产开始之前，根据车间情况与生产信息构建数

学模型，开展仿真实验，通过仿真软件对装配过程可

行性进行检测和优化。然而，由于仿真环境与实际环

境间存在差异，虚拟调试结果到落地应用过程中依然

需要人工进行实机调试。

本文提出了汽车装配虚拟调试技术路线，它基于

仿真数据驱动，将人工智能与虚拟调试相融合，以减

少现场调试、交付工作周期为目的，构建从数模到数

据、从数据到仿真、从仿真到应用的智能化流程。为

解决某些问题提供了技术支持，例如：虚实环境分布

的差异性大、真实数据量少、数据采集繁琐等。所提

流程主要可分为三个阶段：装配孔位识别阶段、孔位

位姿估计阶段以及机器人装配轨迹生成阶段。

装配孔位识别阶段是装配过程的关键起点，其准

确性直接影响到整个装配过程的质量和效率。进一

步，孔位位姿估计研究的是在相机坐标系中，精确描

述物体在三维 (3D，Three-Dimensional) 空间中的位置

和姿态。主要通过坐标系之间的平移矩阵和旋转矩阵

来表示物体和相机的几何映射关系。然而，大规模测

量点云对现有孔位识别及位姿估计方法 [2-3]的精度与

效率提出了更高的要求。机器人被广泛应用于各种类

型的自动化生产装配线，代替人类完成装配作业。为
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保证装配效率与安全要求，高效无碰的机器人装配轨

迹规划算法为机器人平稳地执行任务提供了基础。然

而，传统的以快速随机探索树（RRT, Rapidly-Exploring 

Random Trees）算法[4]为核心的规划方法难以适用于非

结构化作业环境。为此，Zhao等人[5]提出了一种终身

学习框架，提高规划算法面对长距离规划任务时的效

率。结合上述研究基础，本文将提取汽车装配场景下

机器人装配路径学习与虚拟调试中的关键技术并开展

研究，最后，结合汽车轮毂装配案例对所提出的方法

开展应用验证。

关键技术

1.机器人自主装配路径规划算法与开发流程

目标物体的位姿估计阶段是实现精确装配的核

心，轨迹规划阶段是实现高效装配的关键。合理的轨

迹规划不仅能提高装配效率，还能降低机器人对装配

件的潜在损害。

首先，为了解决真实数据难以支撑深度学习训

练，开发了全自动的样本数据生成插件，基于仿真技

术搭建真实场景的1∶1映射模型，通过对汽车装配过

程的模拟，实现自动化的点云数据到装配孔位、装配

位姿和机器人装配轨迹的映射样本全自动生成。这些

数据将作为后续模型训练与精度验证的基础。

其次，构建多任务联合学习模型，并基于所生成

的仿真数据实现从环境点云到机器人作业轨迹的端到

端映射模型的学习。在此过程中，针对场景特点的模

型构建、合适的优化算法选择、仿真环境到真实环境

的迁移及输出结果的优化是提高模型在实际场景中的

准确性和泛化能力的基础。

最后，以样本自动化生成和映射学习模型为基

础，开发数据生成到模型学习的集成系统，实现三维

模型到样本数据，再到深度学习模型训练与落地应用

的自动化。所开发的集成系统包含了孔位识别、装配

位姿估计和机器人装配轨迹规划等关键技术，总体开

发流程如图1所示。

图1 自主装配算法开发流程
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2.装配孔位识别

装配孔位识别是指识别装配过程中的关键部件或

位置，以汽车轮毂装配为例，装配孔位识别就是对轮

毂孔的识别。装配孔位是用于固定零部件或连接不同

部件的重要位置，其准确定位和识别对于正确完成装

配任务至关重要。

为提高装配环境点云到孔位识别、位姿估计及机

器人装配轨迹的多任务的映射关系学习效率，本文采

用PointNet对点云数据的高维特征进行提取，如图2所

示。PointNet是一种直接处理点云的深度学习网络，它

通过使用对称函数来保证输入数据的无序性，有效地

提取出局部和全局特征。在基于点云的装配孔位识别

应用中，PointNet可以更好地提取轮毂的独特几何结

构和拓扑特征，以保证后续孔位识别的准确性和可信

度。

PointNet可以直接把原始点云作为输入。首先，

对输入数据进行归一化处理，以消除尺度和位置的差

异；其次，利用可学习的转换矩阵，对输入点云进行

空间变换，增强模型对不同视角和姿态的鲁棒性；再

次，基于共享权重的多层感知机（shared Multi-Layer 

Perceptron, sMLP）提取每个点的局部特征，并利用

最大池化层输出全局特征；最后，将得到的每个点的

特征向量作为梯度下降算法的输入量，实现结果的优

化。具体优化过程如下。

定义一个损失函数来衡量预测位置和真实位置之

间的误差：
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式中 θ——模型的可学习参数；
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——是预测的孔位位置；

   yi——实际的孔位位置，N是样本数量。

使用梯度下降迭代更新模型参数θ，如公式（2）

（3）所示。重复计算梯度和更新参数的过程，直至损

失函数趋于最小或达到迭代次数。
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式中  α——学习率。

3.姿态估计

前述步骤的孔位识别为后续机器人装配轨迹的生

成提供了基础，然而仅依赖孔位点云无法完全限制装

配过程的自由度，难以保证所规划的机器人装配轨迹

的精度。为此，本论文在此基础上，提出融合孔位信

息的装配位置和姿态的估计方法，以确保后续机器人

装配的准确性和稳定性。具体来说，基于装配孔位预

测概率对数据进行初步筛选，实现孔位点云的位姿特

征粗筛选。同时，本文考虑轮毂特点，利用平均池化

层求取孔位位姿的全局特征，最后经过sMLP的处理得

到位姿编码特征向量，最后输出每个装配位置的位姿

估计结果。

4.轨迹生成

机器人装配轨迹生成是指生成机器人执行装配任

务所需的运动路径。通过自动生成装配轨迹，可以提

高装配效率并减少人工干预，从而降低成本和提高生

产效率。传统机器人装配轨迹规划方法通常采用数值

求解与优化求解两种方式，然而，随着装配场景的复

图2 所提出网络的整体架构
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杂程度提升，现有规划方法难以满足实时性的需求。

为此，本文提出了一种基于学习的机器人装配轨迹规

划方法，来提升轨迹规划的效率与精度。

具体地说，为了更好地利用PointNet所提取的点

云高维特征，在点云特征输入到轨迹规划模块时，采

用SoftMax函数对点云权重进行计算，衡量每个点的重

要程度。为使点云到轨迹的映射模型学习精度更高，

本文提出基于长短时记忆 (LSTM ,   Long-Short Time 

Memory) 神经网络对点云特征进行映射，提取两者之

间的关联关系，并输入至sMLP层中。最后，模型输出

每帧下的机器人轨迹信息，即完成点云到机器人装配

轨迹的映射学习。

最后，本文将网络的损失函数定义为三种任务的

损失之和，如公式（4）所示：
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仿真与实验验证

本文基于PyTorch框架，实现网络模型，并使用

Adam优化器对网络模型进行训练。学习率设为0.001，

训练了100个周期。硬件平台为3.4GHzInte l Core i7 

CPU、 NVIDIA GeForce GTX 1080 GPU和16GB RAM

的台式PC机。对某车型轮毂进行测试，扫描得到的点

数约为25万个点，耗时约1.8s。

1.仿真验证

在仿真环境中搭建由UR5机器人、深度相机及轮

毂组成的机器人装配场景，用于验证本文所提出数据

自动采集、孔位及其位姿的智能识别与估计及机器人

自主规划流程的有效性。有效性的评估依据依赖与对

算法计算结果与仿真环境下理论位置之间的差异性计

算。

对模型所涉及多任务的结果进行了定性的评估，

展示了所提算法在各任务模块下的识别、估计及规划

的效果如图3所示。

表1中也给出了模型结果的定量化数值。其中，

识别、估计及规划模块的评价指标分别采用识别准确

率、距离误差与夹角误差及角度误差进行评估。在孔

位识别模块中，识别准确率为0%～100%，准确率越

大，代表算法的孔位识别精度越高。在装配位姿估计

模块中，位置误差通过计算算法估计位置与理论位置

之间的距离所获得，夹角误差通过计算算法估计矢量

方向与理论矢量方向之间的夹角所获得，两者的数值

均为越小越好。轨迹规划模块通过计算算法规划结果

的机器人关节角度与理论关节角度之间的差值所获

得，其值也是越小越好。

表1 不同任务阶段下的算法预测精度

任务
孔位识别

（%）

装配位置估计 
/  mm

装配姿态估计

（ °)
轨迹生成

(  °)

精度 98 0.43 0.01 ±0.025

从表中可以看出，孔位识别的准确率达到了98%，

装配姿态估计的结果达到了0.01°，所规划的装配轨迹

图3 算法输出结果可视化
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同理论值相比仅有±0.025°的偏差量。表明该方法可

有效生成机器人装配轨迹，在保证机器人装配准确率

同时，显著提高了机器人装配效率。

2.实际装配工位验证

本文搭建了真实装配场景对所提算法的泛化性进

行验证，通过所提算法在真实环境中的表现也可以对

所提出的基于仿真数据的虚拟调试流程的有效性进行

验证。其中，真实环境下的孔位位姿与装配轨迹理论

值为人工定义所得，通过对数据的人工处理获取理论

真值，便于后续算法计算结果误差的评估。

真实场景下算法面向不同任务的计算结果如图4所

示。

表2给出了真实场景下的算法计算结果的定量结

果。由于真实点云数据具有更大的噪声，因此对算法

的精度产生了较大的影响，因此，算法在真实场景中

的精度略有下降。最终算法对于孔位识别的准确率达

到95%，装配位姿估计的精度分别为0.80mm和0.01°，

机器人装配轨迹精度为±0.03°。

表2 真实场景中不同任务下的算法预测精度

任务

孔位识别

准确率

（%）

装配位置估计

精度 / mm
装配姿态估计

精度（°）

轨迹生成

精度（ °）

精度 95 0.80 0.01 ±0.03

通过对数据的分析，可以得出以下结论：虽然真

实环境下的算法输出误差略大于仿真结果，但是依然

保证了装配的精度，位置度误差小于1mm。结果证明

了所提算法在不同环境下的泛化性，也证明了人工智

能技术与虚拟调试技术相融合可以有效降低现场调试

时间，提高交付效率。

图4 真实场景下的算法输出结果可视化

结语

本文针对仿真环境与物理环境间的差异性所导致

虚拟调试结果可信度差的问题，研究虚拟调试技术与

人工智能技术融合的可行性，提出一种基于仿真数据

驱动的汽车装配虚拟调试方法。所提方法以点云作为

输入量，构建点云到机器人装配轨迹的端到端人工智

能模型，通过虚拟仿真和模型训练，将仿真和训练的

结果直接应用到实际现场，以达到减少现场调试、交

付工作周期的目的。同时，考虑到虚拟数据采集具有

繁琐、耗时等问题，本文开发了自动化仿真数据采集

插件，极大地提高了数据采集效率。实验结果表明，

所提算法在仿真与物理环境下可以准确地输出装配孔

位、装配位姿及机器人装配轨迹，实现实机调试效率

的提升，验证了本文方法的有效性。
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