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摘要：机载成附件是飞机的重要组成部分，是保证飞机各部件之间协调运转、功能实现、安全稳定飞行的关键点，也是飞

机高质量高效率交付的关键点。对其进行精确、高效的检测，是保障飞机质量的重要环节。本文提出一种基于空间注意力

优化的 WS-DAN 网络，利用工业视觉的方法，通过所采集的缺陷数据进行模型训练，实现对常见的五种航空机载成附件

紧固件进行错漏装识别。该方法可以高效、高精度地实现航空机载成附件紧固件错漏装检测，为智能化的故障识别提供有

价值的参考。

关键词：深度学习；缺陷检测；紧固件；注意力机制

中图分类号：V2　　文献标识码：A

1　引言
机载成附件的入厂复验是保证其在使用过程中保持

安全稳定的关键手段 [1]。目前机载成附件的复验依据检

验计划执行，检验计划采用“检验要求＋标准图册”形

式，逐一按要求进行检查，检验手段主要依赖检验人员

自身能力、经验知识等人工判别的方法，需长期保持高

度注意力。在检查过程中，一方面存在机载成附件由于

漏打或错打保险，造成紧固件松动甚至脱落的情况，导

致飞机部分功能无法正常运作。另一方面，人工检测时

间成本高，主观性强，检验结果受多种随机因素影响 

较大。

目前，基于深度学习的缺陷识别是一个热门的研究话 

题 [2-3]。本文提出基于深度学习的航空机载成附件错漏装

检测算法。实际上，与现有识别方法相比 [4]，基于深度

学习的错漏装检测算法可以有效地对机载成附件错漏装

情况进行分类，且在搭配上机械臂以后，能够准确地定

位到需要识别的特定紧固件，其具有高效的检测速度和

精准的检测精度，并且相对于人工能够大大节省检测的

成本。

基于深度学习的缺陷检测方法目前主要是通过目标

检测来完成 [5-7]。但是，在该航空机载成附件错漏装检测

任务中，使用目标检测算法存在两个问题：①由于在本

场景中，重点需要检测的是紧固件的错漏装，通过目标

检测算法难以对漏装情况进行检测，且该检测方法很难
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与数模进行对准；②目标检测方案的精度难以达到工业

化要求（95%），这主要受限于待检测航空机载成附件背

景复杂，难以对需要检测的紧固件进行精准定位。基于

以上考虑，本文通过机械臂搭载工业相机对需要检测的

特定航空机载成附件紧固件进行数据采集，并通过分类

算法对采集到的数据进行错漏装识别。

在航空机载成附件紧固件错漏装图像中，部分错装

样本与正常样本相似度较高，且会受生产环境中的强光、

遮挡等因素影响，给错漏装识别带来较大挑战。本文首

先通过将传统的分类网络与 WS-DAN[8] 进行对比，确定

使用 WS-DAN 作为基模型，同时针对以上挑战，使用相

关注意力机制对其进行优化，实现对航空机载成附件紧

固件的错漏装识别。

2　基于 WS-DAN 的航空机载成附件紧固件错
漏装识别算法

2.1　WS-DAN 算法
WS-DAN 是一种细粒度图像分类算法，通过 A 部分

的主干网络提取的特征图计算注意力图。该注意力图有

两方面作用。

1）依据每张注意力图的权重，与原始特征图进行

BAP 计算（计算过程如图 1 所示），使处理后的特征图

着重关注某一部分关键区域。

2）依据注意力图的关注点，对原图进行裁剪处理，

将模型关注度更高的部分再次输入到模型当中进行二次

细粒度检测。其算法框架如图 2 所示。

图 1　BAP 计算图示

图 2　WS-DAN 框架图
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2.2　基于空间注意力的 WS-DAN 优化算法
通过对 WS-DAN 的进一步了解，发现其所使用的注意

力机制不能很好地适应本文所需要处理的任务。因此，本

文在其基础上尝试了大量较为前沿的注意力机制，相关实

验结果见 3.4 节，最终发现空间注意力 [9] 在本任务中能够

达到最好效果。本文所使用的空间注意力机制如图 3所示。

图 3　空间注意力机制框架图

本文认为，这主要是空间注意力机制是一种自适应

的空间区域选择机制，它可以对不同的像素点赋予不同

的权重，从而关注图像中的重要部分。同时，空间注意

力机制仅依据某一个特征图本身对其进行优化，不会对

其他特征图产生影响，能够较好地适应 WS-DAN。

3　实验结果与分析

3.1　数据集

本文所使用数据集主要来源于机载成附件油门台及

实验件种所拍摄的 5 种紧固件相关的错漏装数据样本，

其缺陷主要类型及相关样本数据见表 1。部分紧固件缺陷

见表 2。

表 1　航空机载成附件紧固件错漏装数据集详情

类别 错装 漏装 正常

开口销 326 401 437

保险丝 — 160 356

止动垫圈 459 287 503

垫圈
（错簧）314

303 382
（错片）214

双层螺母 443 — 480

表 2　部分航空机载成附件紧固件错漏装情况展示

类别 图像

正确安装

错漏装

3.2　训练细节

本文所采用的实验平台详细信息见表 3。训练过程中，

使用 SGD 作为优化器，初始学习率设置为 0.001，动量

为 0.9。总共训练 100 轮，batchsize 设为 16，每 20 轮保

存一次实验结果，并实时保留最优模型。

表 3　训练使用系统信息

系统 GPU CPU

Ubuntu18.04 RTX 3060*2 i7-11700k

3.3　评价指标
本文中，主要使用准确率（Accuracy）、召回率

（Recall）、特异度（Specificity）作为模型的评价指标，

这主要是考虑到本场景中正样本数量过多，但需要重点

考虑负样本的识别准确度，以降低最终航空机载成附件

紧固件的错漏率。其具体计算公式如下：

  （1）

  （2）
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  （3）

3.4　与注意力机制选择实验

通过探索不同注意力机制在 WS-DAN 中的性能变化，

本文选取了目前该领域主流的通道注意力、空间注意力、

CBAM[9]、Non-Local[10] 在 WS-DAN-resnet50[11] 上进行对

比，详细结果见表 4。

单独加入通道注意力以后，其模型性能降低了约 1%；

单独加入空间注意力以后，其模型性能提高了约 3%；而

将两者共同使用后（CBAM）其性能与单独使用全局注

意力机制性能类似，只有约 1% 的提升，提升效果不明显。

本文认为，这主要是因为 WS-DAN 中需要依据注意力的

某个通道（随机选择）进行二次细粒度识别，而使用了

通道注意力以后，将会让模型更加关注某些通道，而使

其他通道被减少关注。这将导致若恰好选择的是更被关

注的通道，可能会提高模型性能，而若选择了其他通道，

会使模型难以找到关键特征从而降低模型的识别性能。

而空间注意力能够让模型在每个通道中找到更应该被关

注的局部特征，而不影响其他通道，保证了模型能够获

得正向的提升。Non-Loca 需旨在通过汇总来自所有位置

的信息来增强目标位置的特征，找到特征之间的依赖。

在本任务中应该更需要关注的是缺陷部分的局部特征，

提高特征之间的依赖在本任务中难以大幅度提高本任务

的性能。因此，其虽有一定性能提升，但效果不明显。

3.5　主流分类算法性能对比实验

为验证本文所改进后的算法在航空机载成附件错漏

装分类中是否存在优势，将本文优化后的算法与目前该

领域中主流的分类算法在自制航空机载成附件紧固件错

漏装数据集中进行比较，结果见表 5，评价指标包含了上

文中所提及的准确率、召回率和特异度。

由表 5 可知，WS-DAN 算法在航空机载成附件错漏

装分类任务中，能够达到 95% 的准确率，且相应的召回

率和特异度也能达到 93%，说明了本文所采用的基线方

法的优异，其能够有效提高航空机载成附件错漏装的分

类效果。在此基础上，通过加入空间注意力机制，能够

进一步提高 WS-DAN 的分类效果，使其达到 98.78% 的

准确率同时使得召回率和特异度值也提高了约 4%~5%，

证明了本文优化的有效性。本文所优化方法与基线 WS-

DAN 在航空机载成附件紧固件识别时的部分热力图 [15] 效

果对比如图 4 所示。

可以明显观察出，相对于原方法，本文优化后的方

法能够更为准确关注到需要检测的紧固件部分，受背景

影响相对较少，能够显著提高模型在航空机载成附件紧

固件错漏装识别领域的精度。

表 4　各注意力机制对比结果

方法 准确率 召回率 特异度

通道注意力 94.34% 93.18% 93.62%

空间注意力 98.78% 97.44% 98.84%

CBAM 96.57% 95.61% 95.63%

Non-Local 96.76% 95.73% 95.12%

表 5　优化后算法与主流分类算法性能比较

算法 准确率 召回率 特异度

Inctption[12] 80.64% 76.38% 83.62%

Inctption-v3[13] 81.61% 78.24% 85.61%

Resnet18 78.37% 72.48% 88.64%

Resnet50 82.59% 80.42% 83.23%

RepvggA1_se[14] 81.22% 65.43% 83.81%

RepvggB1_se 85.43% 83.92% 88.64%

WS-DAN-
resnet50

95.20% 93.42% 93.82%

WS-DAN-
inception

95.32% 93.64% 93.76%

WS-DAN-
inception-

spaceAttention
97.64% 96.32% 98.28%

WS-DAN-
resnet50-

spaceAttention
98.78% 97.44% 98.84%

4　结束语
本文提出了一种对 WS-DAN 进行优化后的航空机

载成附件紧固件错漏装识别方案。为了使模型更加准确

的抓住紧固件的关键部分，引入空间注意力机制对 WS-

DAN 进行优化，提高了模型的识别精度与召回率。此外，

本文对比了常用的多种注意力机制，分析了各种注意力

机制在该领域的优缺点。另外，将本文所提算法与该领

域常用的几种经典算法在自建数据集中进行比较。结果

表明，本算法能够很好的满足工业缺陷检测的要求，在

保证高精度的检测结果的同时，能够提高航空机载成附

件错漏装检测效率，促进航空检测产业链智慧化转型。
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a）优化前

b）优化后

图 4　WS-DAN 优化前后对于航空成品紧固件的识别效果对比
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